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Introducdo

I believe that at the end of the century the use of words and general
educated opinion will have altered so much that one will be able to
speak of machines thinking without expecting to be contradicted
Alan Turing’




A revolucao digital esta provocando mudangas profundas nos
habitos de consumo dos clientes, devido, entre outros fatores, a
um maior acesso aos dados e a um crescente desenvolvimento
de novas tecnologias. Isso tudo nos convida a repensar
profundamente os atuais modelos de negdcio.

Uma alavanca fundamental para a transformacao dos modelos
de negécio é a ciéncia de dados (ou Data Science), que esta
baseada no uso combinado de técnicas de aprendizagem
automatica, inteligéncia artificial, matematica, estatistica, bases
de dados e otimizagao?, conceito que ja foi amplamente
abordado em uma publicacdo anterior da Management
Solutions?.

Existem diversos fatores, com origem principalmente na
tecnologia, que impulsionam o uso destas técnicas de Data
Science em um conjunto amplo de setores. Estes fatores podem
ser agrupados em quatro eixos: (1) o aumento sem precedentes
do volume e da tipologia de dados disponiveis; (2) a
conectividade e o acesso aos dados; (3) a melhoria dos
algoritmos utilizados; e (4) o aumento da capacidade
computacional dos sistemas.

Em relacdo ao volume de dados, existem diversos estudos que
reunem diferentes métricas que permitem evidenciar a
magnitude desse crescimento. Para citar alguns dos mais
relevantes:

» De acordo con relatérios recentes, 90% dos dados criados
em toda a histéria da humanidade foram criados no ultimo
ano e estima-se um crescimento de 40% anuais para a
préxima década®. Atualmente, devido ao avango das
comunicagdes conhecidas como Machine to Machine (M2M),
e ao desenvolvimento da chamada Internet das Coisas (loT),
o volume de dados disponiveis é ainda maior.

» Estudos publicados por grandes empresas de
telecomunicacdes® mostram que o numero de dispositivos
conectados a internet sera trés vezes maior que a populagao
mundial em 2021 e que o nimero de conexdes loT chegara
a 13,7 bilhées nesse mesmo ano, sendo que em 2016 esse
numero foi de 5,8 bilhdes.

» Como consequéncia disso, em 2020 o total de dados
existentes chegara aos 44 trilhdes de gigabytes®.

» Entre eles, um grande conjunto de dados é gerado
diretamente no ambiente digital, como buscas no Google
(40.000 buscas por segundo), mensagens no Facebook (31
milhdes de mensagens por minuto) ou aumento de dados
em videos e fotos (300 horas de videos carregados no
YouTube a cada hora).

» Estima-se que, em 2020, 100% dos dispositivos moveis irdo
incluir tecnologia biométrica’. Da mesma forma, para este
ano, estima-se que pelo menos um terco dos dados passara
pela nuvems,

Em segundo lugar, as melhorias na conectividade implicam um
salto qualitativo que permite o desenvolvimento de novos
servicos e modelos de negdcio ligados a geracdo de dados em
tempo real, bem como a sua analise, para adaptar o servico e o
preco em funcdo do uso: a geragao e a coleta de dados é
realizada de forma automatica através da sensorizacdo e da
digitalizacdo dos terminais no ponto de venda, o que cria um
fluxo continuo de informacgdes. Uma grande parte desta
conectividade é realizada entre maquinas: uma vez que uma
acao é realizada, os dados gerados por diferentes elementos
digitais envolvidos sdo conectados com servidores, com o
objetivo de armazenar e analisar as informacgées. Este tipo de
conexdes M2M, cresceu até chegar a 1,1 bilhdes de conexdes
em 2017°.

Em terceiro lugar, a melhoria dos algoritmos permitiu tanto
otimizar o tratamento de grandes volumes de dados (através de
técnicas de escalada, resampling, etc.) quanto obter métodos
mais eficientes e robustos e tratar missings, varidveis ndo
numéricas e atipicos. Apesar de a maior parte dos algoritmos
ter sido desenvolvida antes do ano 2000, agora é que as
empresas estdo investindo mais na implementacao destes
algoritmos, obtendo melhores resultados que os alcancados
por humanos. Por exemplo:

'Turing, A.M. (1950). Matemético considerado o pai da ciéncia da computacéo.
Decifrou a maquina Enigma durante a 22 Guerra Mundial. Foi o precursor da
informatica moderna e da inteligéncia artificial.

2Dahr, V. (2013). Professor da Stern School of Business e Diretor no Center for
Digital Economy Research, Nova lorque.

3Management Solutions (2015).

“Ministério de Industria, Energia e Turismo. Governo da Espanha (2018).
5Cisco (2017).

SForbes (2015).

7 Acuity Market Intelligence (2016).

8Forbes (2015).

9Statista (2017).



» Atualmente, os algoritmos de DeepMind AlphaZero e
AlphaGo tém um nivel de jogo superior a qualquer humano
nos jogos de xadrez e go.

» Um algoritmo baseado em inteligéncia artificial é capaz de
detectar um cancer de mama 30 vezes mais rapidamente do
que um médico e com um um grau de confiabilidade de
99%°.

» Nos Estados Unidos, os roboadvisors'' possuem 25,83
milhées de usudrios, o que representa um grau de
penetracao de 1,8% em 2018. Espera-se que este indice
chegue a 8,3% em 20222,

Por ultimo, o aumento da capacidade de computacao, que nas
ultimas décadas cresceu enormemente apoiada na melhoria
dos processadores, agora conta com outros fatores como
principais impulsionadores: entre outros, a grande evolucdo das
linguagens de programacdo (tanto generalistas como
dedicadas a processamento de dados, visualizacdo, algoritmos
etc.), o cloud computing e, especialmente, a criagdo de novas
arquiteturas de computacao dirigidas especificamente a tarefas
de aprendizagem automatica, andlise de dados e aplicacdes de
engenharia (conhecidas como GPUs™).

Em resumo, nas ultimas duas décadas, a disponibilidade de
dados digitais aumentou quase mil vezes, a0 mesmo tempo em
que se registrou uma eficiéncia dez vezes maior nos algoritmos,
e a velocidade de computacdo aumentou cem vezes o seu
desempenho. Isso tudo levou a um interesse renovado nestas
técnicas como uma férmula para obtencao de informagdes com
valor agregado no novo ambiente de negdcios.

Aprendizagem automadtica: mais de meio
século de historia

As técnicas de aprendizagem automética (ou Machine
Learning) estao experimentando um auge sem precedentes
em diferentes ambitos, tanto no mundo académico como no
empresarial, e sdo uma importante alavanca de transformacao.
Ainda que estas técnicas ja fossem conhecidas nos dois
ambitos, diversos fatores estao fazendo com o que seu uso
seja mais intensivo, quando antes era minoritario, e se estenda
a outros campos, quando antes praticamente ndo eram
utilizadas, tanto pelos altos custos de implementacdo quanto
pelos escassos beneficios inicialmente esperados por sua
aplicacao.

As técnicas de aprendizagem automatica podem ser definidas
como um conjunto de métodos capazes de detectar
automaticamente padrées nos dados’. Com esta definicao, o

1%Forbes (2016).

11Algoritmos automaticos que proporcionam assessoria e gestdo online com uma
minima interven¢do humana.

12Statista (2018).

13Graphics processing unit.

Brynjolfsson, E. y McAfee, A. (2017). Brynjolfsson, professor no MIT Sloan School
of Management. Diretor do MIT Initiative on the Digital Economy, Diretor do MIT
Center of Digital Business. E conhecido por sua contribuicdo ao mundo de
Produtividade de IT. McAfee, codiretor do MIT Initiative on the Digital Economy e
Diretor associado do Center for Digital Business.

15Murphy, K. (2012). Pés-doutorado no MIT, professor em Ciéncias da computagao
na Universidade de British Columbia (Canada), esse livro recebeu o prémio
DeGroot em 2013. Atualmente é pesquisador no Google (Califérnia) sobre
Inteligéncia Artificial, Machine Learning, computer vision, e entendimento de
linguagem natural.




conceito de aprendizagem automatica existe pelo menos desde
0s anos 50, periodo em que foram descobertos e redefinidos
diversos métodos estatisticos, e foram aplicados a
aprendizagem automatica através de algoritmos simples,
circunscritos quase que exclusivamente ao ambito académico.

Este conceito de aprendizagem automatica inclui, desde entéo,
o uso de padrdes detectados para realizar previsdes ou para
tomar outros tipos de decisdes em ambientes de incerteza'e.

Comparada as técnicas estatisticas classicas, a introducao de
técnicas de Machine Learning permite melhorar o processo de
estimativa de modelos, ndo s6 em relacdo ao aumento de poder
de previsao através de novas metodologias e técnicas de
selecdo de variaveis, mas também na melhoria da eficiéncia dos
processos através da automatizacao.

Neste contexto, o presente estudo pretende dar uma visao
sobre a revolucao digital e seu impacto na transformacao dos
negadcios, com um foco especial nas técnicas de aprendizagem
automadtica. Para isso, o documento esté estruturado em trés
secdes, que atendem a trés objetivos:

» llustrar o desenvolvimento da revolucéo digital e seu
impacto em diferentes frentes.

» Introduzir a disciplina de aprendizagem automatica,
descrever diferentes abordagens e expor as tendéncias
atuais nesta area.

» Expor um caso de estudo para ilustrar a aplicacdo de
técnicas de Machine Learning no caso especifico do setor
financeiro.

"%1bid.
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A revolucao digital e a transformacgdo dos
modelos de negocio

1.

A mudanca de paradigma introduzida pela digitalizacdo nos
convida a repensar os atuais modelos de negécio.

O celular e a internet como porta de acesso a servicos on-
line, as redes sociais como fonte de dados, a inteligéncia
artificial e as arquiteturas big data, as infraestruturas para a
computacdo distribuida e o uso de aplicativos na nuvem, o
desenvolvimento das tecnologias de computacao por
blocos (blockchain), a aplicagao de criptografia e biometria,
a denominada internet das coisas, os robds e assistentes
virtuais, a impressdo 3D e a realidade virtual e etc., sdo
ferramentas Uteis ao alcance das empresas que por um lado
mudam o préprio ambiente e que, por outro, impulsionam
uma reelaboragdo dos modelos de negécio neste novo
ambiente.

Na era digital, os dados se convertem em uma clara fonte de
valor. Seu volume aumenta exponencialmente pela
digitalizacdo dos processos e as crescentes interagdes com
clientes, funciondrios e fornecedores através de canais
digitais.

Também adquirem um maior protagonismo: a experiéncia
do cliente, a personalizacdo da oferta, ou o conceito de
acesso ao servico em contraposicdo a propriedade; e se da,
ao mesmo tempo, a entrada de novos competidores cuja
proposta de valor esta baseada fundamentalmente em
elementos tecnoldgicos.

A realidade é que a introdugao da dimensao digital muda
tudo na empresa, impactando em sua defini¢ao da
estratégia, na governanca, na organizacao e na cultura de
trabalho, em seus processos comerciais e operacionais, no
acesso, No armazenamento, No processamento e na
modelagem de dados, na gestdo e no controle de riscos
(onde aparecem novos riscos, como os de seguranca
cibernética ou os relativos a protecdo de dados pessoais, ou
na ética da inteligéncia artificial); bem como na propria
regulacéo, que se torna mais global.

Conceito e tendéncias na aprendizagem
automadtica

6. Um dos elementos estruturadores desta transformacao

digital é a aprendizagem automatica, ou Machine Learning: a
aplicacdo de técnicas e algoritmos capazes de aprender a
partir de diferentes e novas fontes de informacao,
construindo algoritmos que melhorem de forma auténoma
com a experiéncia. Isso permite a utilizacdo de métodos
capazes de detectar automaticamente padrdes nos dados e
usa-los para prever dados futuros em um ambiente de
incerteza.

Os componentes principais da aprendizagem automatica
podem ser classificados em quatro grupos:

- As fontes de informacdo, que podem trazer dados tanto
estruturados como néo estruturados, que sao a base
dos demais componentes.

- As técnicas e os algoritmos para o tratamento de
informacdes ndo estruturadas (texto, voz, video etc.) e
para a obtencéo de padrdes a partir dos dados.

- A capacidade de autoaprendizagem, que permite que o
algoritmo se adapte as mudancas nos dados.

- O uso de sistemas e software como veiculo para a
visualizacdo da informacéo e a programacao.

O desenvolvimento destes componentes representa uma
evolugao em relagcao ao enfoque tradicional da modelagem.
Isso implica, entre outros elementos, o uso de um maior
numero de tipologias de fontes de informacao, a
capacidade de deteccdo de padrdes ocultos nos dados a
partir de métodos indutivos, a manutencao do poder de
previsdo durante mais tempo, bem como a necessidade de
uma maior capacidade de armazenamento e
processamento dos dados. Deste modo, a selecdo da técnica
de aprendizagem automdtica mais apropriada entre as
multiplas existentes dependera, em grande parte, dos
elementos citados.

Por um lado, algumas técnicas podem ser utilizadas para a
transformacdo de informagdes nao estruturadas (textos,
sons, imagens etc.) em dados que possam ser analisados e
processados por um computador. Entre estas técnicas é
importante destacar o uso de estatisticas ou a classificacdo
de palavras em categorias para a compreensdo do texto
escrito, o uso de redes neurais para o reconhecimento de
voz ou de imagens, a aplicacdo de cadeias de Markov para a



construcao de textos em linguagem natural, ou a aplicagcao
de algoritmos nao supervisionados de classificacao para a
organizagao de imagens.

. Por outro lado, as técnicas de modelagem utilizadas com

informacgdes estruturadas podem ser classificadas como
aprendizagem supervisionada ou ndo supervisionada, em
funcdo das informacdes utilizadas para a aprendizagem. Na
aprendizagem supervisionada ha uma variavel-objetivo
observada nos dados, enquanto que na aprendizagem néao
supervisionada, o objetivo é encontrar padrdes ou relacdes
entre eles.

. No processo de modelagem, costuma-se realizar uma

primeira fase de organizacdo e preparacdao do conjunto de
dados inicial, com o objetivo de facilitar e otimizar seu uso
posterior. Para isso, sao realizadas tarefas de andlise
descritiva e preparacao dos dados (incluindo técnicas
especificas de regularizacdo, como por exemplo a aplicacdo
de redes elasticas).

. Entre as técnicas utilizadas na aprendizagem supervisionada

podem ser destacadas as redes neurais (incluindo sua
extensao ao deep learning), as maquinas de vetor suporte, os
classificadores bayesianos ou as arvores de regressao e
classificacéo.

. Estas técnicas podem ser combinadas com algoritmos que

permitem melhorar a capacidade preditiva, chamados
métodos ensemble, que consistem na combinacdo de
modelos para geracdo de um modelo mais preditivo ou
mais estavel.

. Dentro da aprendizagem nao supervisionada vale destacar

as técnicas de clustering ou as técnicas de Data Analysis,
como a de reducao da dimensionalidade.

. A aplicagao destas técnicas faz com que os métodos de

validacao de resultados devam ser mais sofisticados, como o
bootstrapping ou o cross-validation, que permitem analisar o
modelo em mais de uma amostra de validacdo. Além disso,
a natureza dinamica destas técnicas dificulta a
rastreabilidade dos modelos.

. Had um grande numero de casos de implementacdo de

técnicas de aprendizagem automatica em diferentes
setores. Como exemplos, destacam-se as aplicagdes nos
setores de educacdo (como tutores inteligentes), nas
financas (para o trading automaético, roboadvisors, deteccao
da fraude, mensuracao do risco, ou na elaboracédo de
modelos prospect com fins comerciais), na saude (o
diagnostico porimagem, a gestdo de consultas de
tratamento e sugestdes, compilacdo de informacbes
médicas ou a cirurgia robotica), ou, de modo transversal, na
melhoria da eficiéncia das organizacbes (através, por
exemplo, da melhoria da fungéo de TI).

. Entre as principais tendéncias na implementacao de

técnicas de Machine Learning, pode-se destacar o uso de
fontes de informacdo que compilam dados em tempo real, a

18.

19.

20.

maior importancia dada para obter um poder preditivo
elevado em relagao a interpretabilidade dos modelos,
incorporar a capacidade de que o algoritmo seja modificado
de forma auténoma em fungao das mudancas que vao
ocorrendo na populagdo-objetivo, ou o investimento em
arquiteturas e infraestruturas tecnoldgicas que garantem a
escalabilidade na capacidade de armazenamento de dados
e uma maior velocidade de processamento, combinadas
com solugdes baseadas em Cloud e no uso de
infraestruturas de edge computing, onde sao oferecidas
funcoes ja previamente instaladas preparadas para seu uso
direto (Functions as a Service).

Tudo isso pressupde uma série de desafios e dificuldades. O
uso de novas fontes de informacdo acarreta a necessidade
de realizar um investimento econdmico para identificar
novas fontes de dados relevantes, incorporar técnicas de
data quality, garantir a protecao das informagdes ou
estabelecer controles e sistemas de seguranca cibernética.

A aplicacdo de novas técnicas e algoritmos acarreta
também a necessidade de reforcar a funcdo de gestdo do
risco de modelo, realizar uma escolha prévia do algoritmo
mais adequado entre uma ampla variedade de
possibilidades ou verificar se os resultados automaticos ndo
implicam na aparicdo de tratamentos discriminatorios.
Incorporar a caracteristica da autoaprendizagem nos
modelos pode dificultar a sua validacao e exige considerar
novos elementos, como o controle dos graus de liberdade
na automatizagao, uma maior frequéncia na avaliacdo do
poder discriminante ou outras técnicas de contraste.
Finalmente, tudo isso acarreta a necessidade de realizar
investimentos em recursos e infraestruturas de TI.

Além disso, a introducao da aprendizagem automatica nas
organizagdes pressupde a necessidade de contar com
recursos humanos com um alto grau de preparacao e
especializacdo, capazes de compreender e trabalhar com
linguagens de programacao, algoritmos, matematica,
estatistica e arquiteturas tecnoldgicas complexas.

Exercicio quantitativo: uso de técnicas de
Machine Learning na construcdo de um
modelo de scoring

21.

22.

23.

Os objetivos do exercicio proposto foram: (i) analisar e
ilustrar o impacto do uso de técnicas de Machine Learning
no desenvolvimento de modelos e (ii) avaliar a variagdo do
processo de estimativa e os resultados obtidos mediante o
uso de Técnicas de Machine Learning.

Para isso, um modelo de scoring foi treinado, utilizando
diferentes algoritmos de Machine Learning, e os resultados
foram comparados com os obtidos com técnicas
tradicionais.

O estudo foi realizado utilizando um conjunto de mais de
500 mil empréstimos, que compreendem mais de 10 anos
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27.

de histéria, com uma taxa de inadimpléncia de 6%. A
amostra inclui informagades relativas a operacgao e ao cliente,
bem como outras informagdes que podem ser Uteis na
modelagem, como comissdes, nimero de transagdes
realizadas etc.

Em uma primeira fase de knowledge discovery foi realizado
um tratamento de missings (mediante técnicas de alocacao
através, entre outros, do uso de algoritmos de clustering ou
de modelos de regressao), uma andlise e tratamento de
atipicos e um processo de simplificacdo e agrupamento de
variaveis (utilizando novamente algoritmos de clustering).
Isto permitiu reduzir o nimero de varidveis, com o objetivo
de melhorar a eficiéncia dos processos posteriores e
preparar as informagdes existentes para adequar os
requisitos especificos dos diferentes modelos e possiveis
limitagdes dos algoritmos.

Em uma segunda fase foram avaliados diferentes modelos:
uso tradicional (logistico) que serve como comparagao e
cinco técnicas de Machine Learning: um modelo com
técnicas de regularizacdo (rede elastica), dois métodos
ensemble (um random forest e um adaboost) e duas
maquinas de vetor suporte (utilizando, respectivamente,
uma funcao linear e uma radial). Posteriormente, realizou-se
o calculo de duas medidas da capacidade discriminante
sobre uma amostra de validacdo: a taxa de acerto do
modelo (baseada em uma estimativa do ponto de corte) e a
area sob a curva ROC.

ApOs a comparagdo com estas estatisticas observa-se que
trés das técnicas analisadas permitem melhorar o poder
preditivo do modelo, tanto na taxa de acerto'” como no
poder discriminante: o random forest, a aplicacdo da rede
elastica e o adaboost.

Particularmente, o random forest é o que apresenta o
melhor resultado comparado as demais metodologias: em
termos de taxa de acerto melhora de 74,7% do modelo
tradicional para 80,3%, o que representa um aumento
percentual de 7,5% sobre o obtido através de técnicas
tradicionais; em termos de poder discriminante, consegue-

28.

29.

30.

se melhorar a drea sob a curva ROC de 81,5% no modelo
tradicional até 88,2%, o que representa um aumento
percentual de 8,2%. O segundo melhor método é a
aplicacdo da rede eldstica, com a qual os valores de taxa de
acerto e a area sob a curva ROC chegam a 79% e 86,4%
respectivamente. Isto representa um aumento percentual
de 6% em ambos os indicadores.

Este aumento do poder preditivo implica que, com um
mesmo volume de negdcio, a taxa de inadimpléncia se
reduziria em 48%, no caso do random forest (utilizando um
ponto de corte ideal com o modelo classico, chegaria a uma
taxa de inadimpléncia de 2,1%, que se reduza 1,1% com o
random forest se o volume de operac¢des aprovadas for
mantido), e 30% no caso da rede elastica (em que a taxa de
inadimpléncia se reduz a 1,4%). Da mesma forma, bem
como a taxa de inadimpléncia, o volume de negécio
aumentaria 16% no caso do random forest e 13% no caso da
rede elastica.

No entanto, estas melhorias foram alcancadas através de um
aumento da complexidade em relagdo ao modelo
tradicional, tendo utilizado um total de 80 variaveis entre as
50 arvores que compdem o bosque, no caso do random
forest, e um total de 45 variaveis ap0s a aplicacao da rede
elastica, em comparacdo com 11 variaveis no modelo
tradicional.

Portanto, como foi observado no estudo realizado, as
técnicas de Machine Learning permitem melhorar o poder
discriminante dos modelos, o que implica em melhorias no
negdcio, mas a custa de uma maior complexidade tanto de
um ponto de vista estatistico quanto pelo volume de
informacao utilizada, o que gera uma maior dificuldade na
hora de analisar a interpretacdo dos resultados e a
necessidade de refor¢o dos procedimentos de validagao
(entre outros, utilizando modelos replicaveis que facam
challenge em relagcao aos modelos de Machine Learning e
explicando as diferencas nas saidas de ambos os modelos).

7porcentagem de operagoes corretamente classificadas pelo modelo, definido
um ponto de corte.




A revolucgéo digital e a transformacgéo
dos modelos de negdcio

Technology doesn’t provide value to a business. Instead,
technology’s value comes from doing business
differently because technology makes 1t possible

George Westerman'




Ha alguns anos vém aparecendo inUmeras iniciativas para a
transformacao, tanto dos processos quanto dos sistemas
utilizados pelas empresas, o que impacta definitivamente na
maneira de trabalhar. Estas iniciativas surgem tanto no ambito
da empresa privada quanto no setor publico e se fundamentam
na combinacao de infraestruturas fisicas com elementos novos,
provenientes do desenvolvimento da tecnologia digital e da
biotecnologia.

Este conjunto de mudancas nédo é simplesmente uma
continuacgdo e uma sofisticacao dos sistemas de producao
atuais, mas implica em um novo paradigma, a chamada quarta
revolucdo industrial. Este paradigma se baseia em mudancas
radicais na producao, ligados a velocidade de implementacdo
sem precedentes historicos, e no alcance dessa transformacéo,
que afeta um conjunto elevado de elementos da cadeia de
valor'.,

Dentro desta revolucéo industrial, o conceito de transformacao
digital aglutina as iniciativas relacionadas diretamente com as
tecnologias digitais. Segundo alguns autores®, a transformacao
digital pode ser definida como:

“The use of new digital technologies (social media, mobile,
analytics or embedded devices) to enable major business
improvements (such as enhancing customer experience,

streamlining operations or creating new business models)”

Estas tecnologias digitais impactam diretamente os processos,
em questdes relativas a velocidade, a seguranca ou a
transparéncia, o que permite o desenvolvimento de novos
servicos que antes ndo existiam, por falta de mercado ou de
rentabilidade, ja que as tecnologias digitais, em geral,
apresentam poucas barreiras de entrada e com custos
marginais que tendem a zero.

8Westerman, G. (2017). Pesquisador no MIT Initiative on the Digital Economy e Co-
autor do best seller “Leading Digital: Turning Technology Into Business
Transformation”

19Schwab, K. (2016). Economista e empresario alemao, conhecido principalmente
por ser o fundador do Férum Mundial de Economia.

20Fitzgerald et al. (2013). Editor e colaborador em temas relacionados a
transformacao digital no MIT Sloan Management Review.

21B2B: Business to Business. P2P: Peer to Peer.

Além disso, também afeta os intermedidrios de servicos ao
corrigir, pelo menos parcialmente, algumas imperfeicdes de
mercado como as informagdes assimétricas, os custos de
transagao ou as assimetrias no fechamento de oferta e
demanda, através do uso de plataformas B2B ou P2P?' com uma
minima intervencdo de terceiros.

Além disso, a gestao de dados passou a ser um ativo
fundamental para a empresa, sendo ao mesmo tempo matéria-
prima e gerador de negdcio. A digitalizacdo dos processos e a
interacdo com clientes, funciondrios e fornecedores através de
canais digitais traz uma grande quantidade de informacédo que
pode ser aproveitada para novas oportunidades. A modo
ilustrativo, segundo a Comissao Europeia, o valor da economia
dos dados na Unido poderia chegar em 2020 a até 4% do PIB
(mais do dobro em relagao a situacao atual).

Por ultimo, também representa uma mudanca de paradigma no
mercado de trabalho, ja que requer a execucdo de tarefas mais
qualificadas, o que implica na necessidade de realizacdo de um
maior investimento tanto no sistema educativo como nos
planos de treinamento continuo das empresas.

No entanto, como serd comentado mais adiante, a
transformacao digital nao se refere as novas aplicagées e usos
da tecnologia, mas sim a como estas tecnologias modificam o
ambiente em que as empresas operam e como elas devem se
adaptar a este novo ambiente (Figura 1), utilizando
precisamente estas tecnologias nos processos e sistemas, mas
também mudando sua organizacgéo e estratégia.

Figura 1. Elementos da transformacgdo digital
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Tecnologias da transformacdo digital

A transformacdo no ambito empresarial, que abrange diversos
ambitos e propostas, fundamenta-se em uma série de
desenvolvimentos tecnolégicos que, mesmo obedecendo a
diferentes origens e naturezas, possuem elementos em comum:
sua forte alavancagem no investimento, a geracao e o uso de
grandes volumes de dados e o objetivo de melhorar a
experiéncia do cliente e a eficiéncia operacional. Entre as
principais tecnologias que impulsionam a transformacao,
encontram-se as seguintes (Figura 2):

» Acesso movel e internet: devido a generalizacdo das
telecomunicagdes e ao acesso a um ampla diversidade de
servicos on-line, interfaces de programacao de aplicativos
(APIs) estao sendo desenvolvidas pelas empresas, o que lhes
permite ter novos canais de interlocu¢do com os clientes e
contar com um amplo conjunto de dados. Isto leva a
aparicdo de novas formas relevantes de informacédo, como a
geolocalizacdo. Além disso, 0 acesso movel permitiu a
universalizacdo do acesso a informacéo e a comunicacao,
independentemente da localizagao fisica. Por exemplo, as
comunicagdes de banda larga mével aumentaram cinco
vezes nas economias desenvolvidas nos ultimos 10 anos?.

» Social Media: as redes sociais sdo uma fonte de dados que
proporciona uma melhor compreensao do comportamento
dos clientes e uma maior produtividade através da melhoria
da comunicacdo interna. As tendéncias relacionadas com a
Social Media sao um marketing muito mais segmentado e
direcionado, além de novas formas de comunicacdo em
tempo real.

» Inteligéncia artificial, Big Data e Analytics: ferramentas
de deteccao de padrées e modelos de previséo de
comportamento baseadas no uso de enormes bases de
dados (que contém informagdes tanto estruturadas como
nao estruturadas?*-logs de conexao a internet, mensagens
em redes sociais etc.-) e na aplicacdo de técnicas de
modelagem e algoritmos avancados. Tudo isso permite
obter um melhor conhecimento do cliente, o que melhora a

Figura 2. Tecnologias da transformacgao digital.
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segmentacdo, a personalizacdo do produto e do preco e
permite um marketing mais eficiente.

» Computacao distribuida?*: os recursos tecnoldgicos
(armazenamento, processamento, fontes de dados e
supercomputadores) podem ser encontrados distribuidos
geograficamente, mas sua interconexao pode ser
aproveitada pelos usudrios em qualquer parte do mundo.

» Cloud computing: o uso de aplicativos na nuvem também
permite o acesso a informagao em qualquer lugar, facilita
operagdes comerciais e permite maior rapidez, seguranga e
custos mais baixos. Isto leva a um novo modelo de negdcio
em que esses recursos sao oferecidos como utilities e
cobrados como um servico.

» Distributed Ledger Technology (Blockchain): estrutura de
dados que implementa um sistema de registro distribuido
(ledger), ou seja, um registro criptografico de todas as
operagoes realizadas e previamente validadas por uma rede
de nds independentes através de um algoritmo de
consenso. Isso permite o registro de qualquer ativo
digitalizavel, como criptomoedas, instrumentos financeiros
ou "smart contracts" (contratos programaveis que
implementam regras de negécio e cujo cédigo fica
registrado e pode ser executado de forma distribuida pelos
diferentes nés da rede). Tudo isso traz rapidez nas
operacgdes, seguranca e privacidade, através de regras
criptogréficas que permitem o registro invioldvel das
operagdes, transparéncia (ja que todas as operagdes sao
armazenadas no registro e podem ser auditadas por
qualquer membro da rede), eliminagdo de um ponto Unico
de decisao e diminuicao de custos (elimina-se a
intermediacdo para validar e registrar as operagoes).

» Criptografia, ciberseguranca e biometria: novas
ferramentas criptograficas e iniciativas que buscam a
melhoria dos processos de seguranca e criptografia da
informacéo, bem como a criacdo de sistemas de seguranca
mais robustos baseados em sensores e biometria.

» Internet of Things: em contraposicdo aos sistemas de
comunicagao classicos, o conceito de internet das coisas se
refere a interconexao através de redes abertas de
dispositivos com capacidade computacional que enviam e
recebem dados sem intervencdo humana, o que permite a
compilagdo massiva e direta de dados, bem como a
operacgao remota em tempo real dos dispositivos
conectados a internet. Esta tecnologia, por um lado,
melhora a experiéncia do cliente, mas ao mesmo tempo
permite o uso destes dados em alguns processos
comerciais, como € o caso do pricing ou a busca da
eficiéncia.

2|nternational Telecommunication Union (2017).

23pode ser entendida como informacéo estruturada aquela que esta processada e
preparada para ser utilizada diretamente através de linguagens estatisticas e de
programacao. A informacao nao estruturada é aquela que nao cumpre estas
caracteristicas, como as informagdes em linguagem natural (texto, dudio),
imagens, video etc.

24nternational Telecommunication Union (2009).



» Robotics and automated machinery: As ferramentas RPA?
e os assistentes virtuais baseados na interpretacao da
linguagem natural permitem automatizar tarefas repetitivas
de baixo valor agregado, tradicionalmente realizadas de
forma manual, de modo que esta capacidade disponivel
possa se orientar a tarefas de maior valor agregado. As
industrias dirigidas ao usudrio final estdo adaptando
rapidamente esta nova tecnologia com o objetivo de
melhorar a qualidade dos produtos e reduzir os custos de
manufatura.

» Impressao 3D: dirigida a fabricacdo deslocalizada e
descentralizada de objetos a partir da recepcao remota e
digitalizada do design industrial, com aplicacdo em diversos
setores e uso direto por parte dos consumidores (nos
setores aeronautico, automotor, eletrénico, médico etc.).

» Arealidade aumentada e a realidade virtual: apresentam
multiplas aplicagdes, como na industria dos video-games,
ou de contetdos multimidiaticos, treinamento de
funcionarios de industrias muito especializadas, o suporte
em consertos e manutencado na industria energética, o apoio
em vendas de moradias, buscadores de moradia, escritorios
bancarios, caixas eletrénicos etc.

O novo ambiente da transformacdo digital

O novo ambiente digital estd modificando significativamente as
condicdes nas quais os mercados alcancam seu equilibrio, tanto
através da modificacdo nas empresas ofertantes como das
expectativas e do comportamento dos consumidores, bem
como das diferentes condi¢des nas quais as operagdes sao
realizadas (compra e venda de produtos, servicos etc.).

Como serd comentado nesta secdo, a transformacao digital esta
ocorrendo em um ambiente onde existem diferentes
impulsionadores. Por um lado, as novas capacidades
tecnoldgicas sdo a sua origem, mas o elemento fundamental
que possibilita a transformagao sao as mudancas nos clientes ou
nos mercados provocados pela tecnologia, o que possibilita,
fomenta e requer sua implementacao nas empresas para poder
se adaptar a este novo paradigma.

Estas mudancas sdo ampliadas como consequéncia da
desaparicdo das barreiras de entrada existentes nos setores
(Figura 3).

Isso porque este aumento da oferta de bens e servicos esta
motivado por diversos fatores. Um dos principais é a entrada de
novos competidores cuja proposta de valor estd baseada
fundamentalmente em um elemento tecnoldgico, o que tem

25Robotic Process Automation.
26Digital Consumption (2016).

uma influéncia determinante no modelo de negdcio e nos
elementos associados (elevada capacidade de crescimento,
baixo custo e custo marginal decrescente, fortemente
alavancado na tecnologia moével, na andlise de dados, nas
tecnologias cloud e na ciberseguranca).

Além da entrada de novos competidores, estes em alguns casos
substituem o produto ou o servi¢o oferecido por um totalmente
digital ou hibrido, o que resulta em menores custos e precos, e
em uma facil e rapida substituicao do servico tradicional. Este é
o caso de novos modelos de servico baseados no uso de
algoritmos que interpretam dados de redes sociais e outras
fontes pouco convencionais para fornecer informacées
relevantes para seus clientes em tempo real, substituindo dessa
forma as fontes tradicionais de informacao.

Por ultimo, os fornecedores podem influir também na
adaptacdo de processos especificos ao gerar plataformas de
comunicacao e enfoques de negdcio digitais que facilitam a
migracdo dos processos de abastecimento de produtos ou
servigos a seus clientes.

Tudo isso implica que os agentes cldssicos nos mercados, em
resposta, também estejam adaptando seus modelos de
negdcio, apesar da presenca de diversos inibidores da
transformacao digital, como a resisténcia a mudanca, a cultura
ou a falta de formacgao das pessoas.

Os fatores tecnoldgicos anteriormente comentados também
atuam indiretamente como um motor de mudanca na forma de
entender a prestacao de servicos por parte dos clientes.

As mudancas na forma de consumir sdo sintetizadas pelo World
Economic Forum (WEF) em trés elementos?®:

1. Maior protagonismo da experiéncia do cliente: a
experiéncia de compra ganha mais valor, de forma que
qualquer pessoa, empresa ou instituicdo opta por um produto
ou servico ndo apenas com base na sua qualidade e no seu
preco, mas também pela experiéncia que este proporciona (por
exemplo em prazos de entrega ou qualidade do servico pos-
venda).

Figura 3. Porcentagem de entrevistados que consideram muito provdvel que
um setor seja afetado por tendéncias digitais.
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2. Hiperpersonalizagdo da oferta: os clientes possuem maiores
expectativas sobre a adaptacdo do produto ao seu gosto
pessoal. A tecnologia digital permite cumprir com estas
expectativas sem aumentar drasticamente os custos.

3. Acesso, mais que propriedade: o conceito de acesso
substituindo o de propriedade estad sendo generalizado. Os
clientes preferem o acesso sob demanda, otimizando dessa
maneira o consumo.

O sucesso de iniciativas como a da Amazon exemplificam essas
questdes, em que a experiéncia do cliente no processo de
compra é enriquecida com uma selecdo personalizada de
produtos relacionados, e a oferta de valor ao cliente inclui o
produto e certa personalizacdo nos prazos e mecanismos de
entrega, ou o das plataformas de contetddos Netflix ou Spotify,
em que o cliente acessa 0s conteldos sem possuir a
propriedade, por um custo menor.

Paralelamente, as proprias normas internacionais estao se
adaptando ao novo ambiente, tornando-se mais globais e
incisivas, especialmente nos aspectos relativos a protecao de
dados pessoais.

Por ultimo, o préprio mercado de trabalho se vé impactado, com
uma crescente demanda de perfis tecnoldgicos e quantitativos
(STEP), e também a gestdo dos recursos humanos, gerando uma
maior flexibilidade e a fragmentacédo do trabalho, bem como
mudancas na mensuracao do desempenho, nas estratégias de
contratagao ou nas necessidades de formacgao.

Efeitos nas organizacées e nos ambitos de
atuacgao

Muitas organiza¢des estdo incorporando novas tecnologias em
seus processos (com maior ou menor grau de integracdo), mas
nem sempre com o0 mesmo objetivo. Algumas empresas
pretendem se beneficiar das novas tecnologias com o objetivo
de ser mais eficientes, reduzir custos, outras como um meio de
chegar a novos mercados, mas apenas algumas as aproveitam
para gerar novos modelos de negécio.

Segundo uma pesquisa da Comissao Europeia?, as empresas
tendem a utilizar estas tecnologias, tais como servicos méveis,
tecnologia cloud, social media, etc. (Figura 4), para melhorar
funcdes de negdcio especificas, mais do que como uma
ferramenta inovadora para transformar os modelos de negécio.

A transformacado digital nas empresas, entendida como uma
mudanca disruptiva, tem implicagdes ndo apenas nos processos
e sistemas, adaptando-os as novas ferramentas e aos enfoques
de trabalho, mas em sua governanca, em sua organizagao e na
prépria definicao estratégica.

E importante, portanto, posicionar-se em cada um dos principais
ambitos de atuacao afetados pela transformacao digital (Figura 5).

27EC (2017).

Estratégia e mobilizacdo. Uma aproximacao estratégica ao
objetivo digital implica um questionamento dos atuais modelos
de negdcio e suporte. Ndo ha uma receita universal que sirva
para qualquer empresa, mas a transformacdo digital ndo é uma
opcdo, e sim uma necessidade cujos tempos e alcance
dependerao do contexto de cada empresa.

Existem diversas formulas para realizar esta transformacao,
tanto em relacdo a posicao de uma entidade diante das novas
tecnologias (early adopter, seguidor, desafiador etc.) como em
relacdo a participacdo de terceiros (joint ventures, colaboracao
com start-ups, universidades, centros de pesquisa, fundos de
capital de risco, outras empresas ou, até mesmo, através de
plataformas baseadas em ambientes abertos).

Um primeiro passo muito importante é documentar bem a
situacdo de partida de cada empresa e de seu setor para, em
seguida, tentar deduzir as oportunidades e as ameacas que a
digitalizacdo apresenta.

Outra questao fundamental € a lideranga da transformacao, que
deve ser feita pelo primeiro executivo da empresa. Também nédo
se deve esquecer o impacto dessa transformacao nas pessoas e
na propria cultura de trabalho da empresa.

Considerando que os custos e riscos sdo elevados, bem como os
prazos incertos, é importante sintetizar e priorizar os objetivos
da transformacao, assim como contar com indicadores
especificos (como o impacto econémico, a melhoria da
experiéncia do cliente ou a vinculagdo dos funciondrios) que
ajudem a mensurar o grau de cumprimento de tais objetivos.

Organizagdo, cultura e governanga. A forma de trabalhar e
organizar o trabalho também estd mudando. As estruturas
organizacionais ficam mais horizontais, com equipes
multidisciplinares, organizadas em projetos, adotando principios
e desenvolvendo organizagdes Agile. Além disso, as tecnologias
modificam a interacdo, a comunicacédo e a tomada de decisdes.

Também surgem novas fun¢des, como as relacionadas com a
visdo estratégica da tecnologia, governanca dos dados e dos
modelos, a protecao de dados pessoais ou a seguranca
informética (ciberseguranca).

Figura 4. Porcentagem da adogdo das principais tecnologias.
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Processos comerciais. As empresas estao revisando seus
modelos de producao e distribuicao, repensando o uso de seus
canais digitais e tradicionais. Neste contexto, destaca-se a
alavanca de mobilidade. O canal mével se transforma em um
elemento centralizador da relagdo com o cliente.

Por outro lado, procura-se uma maior personalizacdo da
proposta de valor (interpretando as informacgodes disponiveis
através de sua modelagem), procurando assim melhorar a
experiéncia do cliente.

Processos operacionais. O objetivo fundamental da
transformacao dos processos operacionais (end-to-end) é a
melhoria da eficiéncia e da qualidade do servico aos clientes,
bem como o fortalecimento do controle das operagdes.

Para alcancar esses objetivos, proliferam iniciativas como a
criacdo de back offices sem papel, a digitalizagao dos contact
centers, a sensorizacao dos processos de producéo, a
robotizacao dos centros de processamento etc.

Dados e modelagem. A maior capacidade de armazenamento e
de tratamento de dados, facilita uma exploracdo mais eficaz das
informacdes disponiveis, mas também surgem novos desafios,
como o uso de informacgdes ndo estruturadas, a gestao de
grandes volumes de dados ou a anélise de informagdes em
tempo real.

Também sao incorporadas técnicas de modelagem e de
aprendizagem automatica (como redes neurais, redes
profundas, maquinas de vetor suporte, classificadores
bayesianos, arvores de classificacao e regressao etc.), que
contribuem para a melhoria dos processos de decisdo.

Protecdo de dados. No contexto atual, os dados se converteram
em um ativo estratégico. Por isso, as suas confidencialidade e
seguranca sao elementos fundamentais para o negdcio,
especialmente no que diz respeito aos dados de carater pessoal.

Como consequéncia, é necessério realizar uma gestdo proativa

da permissao dos usudrios, que permita, a0 mesmo tempo,
cumprir com a regulamentacéo e explorar adequadamente o

Figura 5. Ambitos de atuacdo da transformagao digital?®.
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potencial dos dados disponiveis. Isso significa contar com
politicas de gestao de consentimento e finalidade, bem como
de tratamento transfronteirico, identificar e manter repositorios
de dados de carater pessoal, vincular acdes comerciais aos usos
permitidos etc., o que implica uma oportunidade para repensar
a estrutura e a governanca dos dados de uma empresa.

Ciberseguranca. Nos Ultimos anos, o risco cibernético
aumentou devido a diversos fatores, como a existéncia de um
maior e mais complexo ambiente tecnolégico nas empresas, a
integracao de empresas de diferentes setores ou a propria
profissionalizacao dos ataques. Os danos por ataques
cibernéticos ja chegaram aos 3 trilhdes de ddlares por ano e
estima-se que em 2021 chegaréo a 6 trilhdes anuais®. Isso
ganha grande importancia em um contexto de transformacao
digital, em que um possivel incidente pode ter impacto na
continuidade de negdcio da empresa.

A ciberseguranca dentro da estratégia de digitalizacdo passa
pela realizacdo de iniciativas que evitem riscos durante e apds
0s processos de transformacao. Entre as principais iniciativas,
pode-se destacar a implementacéo de instancias de
ciberseguranca, a revisao da estrutura organizacional associada
a ciberseguranca, a identificacdo e a revisdo dos sistemas e
servicos criticos, a mensuracao do risco ou a geracdo de
respostas eficazes em caso de incidentes.

Novas tecnologias. O investimento em novas tecnologias é um

elemento decisivo em todo o processo de transformacao digital.

Para isso, é necessario possuir conhecimentos suficientes em
tecnologia da informacéo e das comunicagoes.

Isso porque a evolucao das plataformas tecnoldgicas a
ambientes de nuvem, a definicdo de arquiteturas de software
que incorporam solugdes abertas, a utilizacdo de tecnologias
disruptivas (big data, Al, block-chain, 10T, biometria, robotics,
etc.) se converteram em questdes centrais da estratégia
empresarial.

28Circulo de Empresérios (2018).
29Cybersecurity Ventures (2017).




Conceito e tendéncias na aprendizagem automadtica

All models are wrong, but some models are useful

George Box*




Como ja exposto, a quantidade de dados disponiveis e a
variedade de fontes apresentam um crescimento exponencial,
que ultrapassa a capacidade de anélise do ser humano. O uso
de novas fontes de informacao, bem como a aplicagao de
técnicas e algoritmos capazes de aprender a partir de
informacgdes novas?', permite obter uma série de beneficios,
entre os quais vale destacar:

» O aumento das tipologias de dados (tanto estruturados
quanto desestruturados) e fontes de informacédo que
podem se incorporar aos processos de modelagem.

» O uso eficiente de grandes quantidades de dados nos
processos de tomada de decisdes.

» A deteccdo de padrdes sofisticados ou ndo evidentes, ndo
baseados em hipéteses realizadas a priori.

» A maior automatizacdo dos processos de modelagem e
autoaprendizagem, que facilita o incremento do poder
preditivo dos modelos. Uma vez desenhados e
implementados, seus requerimentos de calibracdo e
manutencdo sao inferiores aos tradicionais, reduzindo assim
os tempos de modelagem e custos.

30Box, G. y Draper, N. (1987). Box, estatistico britanico que trabalhou nas areas de
controle e qualidade, analise de séries temporais, desenho de experimentos, e na
inferéncia bayesiana, é considerado como uma das mentes mais brilhantes da
estatistica do século XX. Draper, professor emérito no departamento de estatistica
da universidade de Wisconsin, Madison.

31Shalev-Shwartz, S. e Ben-David, S. (2014). Shalev-Shwartz, professor na
Faculdade de Ciéncias da Computacédo e Engenharia da Universidade de
Jerusalém, Israel. Ben-David, professor na Escola de Ciéncias da Computagao na
Universidade de Waterloo, Canada.

3parafraseado de Samuel, A. (1959). A citago textual é: “Programming computers
to learn from experience should eventually eliminate the need for much of this detailed
programming effort”. Samuel, Master em Engenharia Elétrica pelo MIT, unificou os
laboratérios Bell, trabalhou no primeiro computador comercial de IBM e foi
professor na Universidade de Stanford.

3BMitchell, T. (1997). Doutorado na Stanford, professor da catedra E. Fredkin no
departamento de Machine Learning da escola de Ciéncia da Computagéo na
Universidade de Carnegie Mellon.

3Mitchell, T. (1997).

35Murphy, K. (2012). Pés-doutorado no MIT, professor em Ciéncias da computacéo
na Universidade de British Columbia (Canada), esse livro recebeu o prémio
DeGroot em 2013. Atualmente é pesquisador no Google (Califérnia) sobre
Inteligéncia Artificial, Machine Learning, computer vision, e entendimento de
linguagem natural.

Conceito e componentes da aprendizagem
automadtica

A definicdo cldssica de aprendizagem automatica se baseia nos
primeiros estudos para o desenvolvimento de técnicas de
aprendizagem :

"Campo de estudo que dd aos computadores a capacidade de
aprender sem serem explicitamente programados".32

Assim, o campo de estudos da aprendizagem automatica se
dedica a construir algoritmos que melhorem de forma
auténoma com a experiéncia33. Do ponto de vista da ciéncia da
computacao, a experiéncia se materializa nas informacées
produzidas através de processos de armazenamento de dados.
Portanto, os modelos e os algoritmos que constituem o corpo
desta disciplina se fundamentam na extracdo de informagdes a
partir de diferentes fontes de dados. Tudo isso leva a definicdao
formal de aprendizagem automatica®*:

“A computer program is said to learn from experience E with
respect to some task T and some performance measure P, if its
performance on T, as measured by P, improves with
experience E”.

De um modo menos formal, pode-se definir*® o campo de
aprendizagem automatica como um conjunto de métodos
capazes de detectar automaticamente padrdes nos dados e
usa-los para fazer previsdes sobre dados futuros, ou para tomar
certas decis6es em um ambiente de incerteza. Portanto, as
técnicas de aprendizagem automatica partem de um conjunto de




dados observados*®, sobre os quais serao obtidas regras de
classificacdo ou padrées de comportamento, que serdo aplicados
sobres dados diferentes aqueles utilizados para a analise.

A partir dessa definicdo, podem ser englobados os diferentes
componentes da aprendizagem automadtica:

» As fontes de informagdo, que refletem a experiéncia E da
qual se aprende.
- Dados estruturados: bases de dados relacionais,
sistemas de arquivos, etc.
- Dados néo estruturados: transacionais, Marlins, CRM,
voz, imagens, etc.

» As técnicas e os algoritmos, que se relacionam com as
tarefas T a serem realizadas.
- Técnicas para o tratamento da informacgao nao
estruturada: tf-idf, parsing, mapas auto-organizativos, etc.
- Modelos supervisionados e ndo supervisionados:
modelos de classificacdo, modelos estocasticos,
simulagao, otimizacao, obstina, etc.

» A capacidade de autoaprendizagem, que melhora as
métricas de desempenho P.
- Retreinamento automatico a partir de nova informacao.
- Combinacao de modelos e reponderacgao/ calibracdo.

» O uso de sistemas e software para a visualizacdo da
informacao e a programacao®:
- Visualizacéo: QlikView, Tableau, SAS Visual Analytics,
Pentaho, TIBCO Spotfire, Power BI.
- Programacéo: R, Python, Scala, Ruby, SAS, Java, SQL,
Matlab, C, Google, AWS, Azure.

O desenvolvimento destes componentes implica uma
evolugdo em relacdo ao enfoque tradicional da modelagem.
Essa evolugdo apresenta uma série de diferencas em relagao ao
enfoque tradicional®® (Figura 6).

Técnicas de aprendizagem automadtica

Machine Learning em func¢do da informacdo e o
paradigma de aprendizagem

Existem diversas técnicas de aprendizagem automética,
dependendo da tipologia de informagao utilizada (informacao
estruturada ou desestruturada) e do paradigma de
aprendizagem utilizado (Figura 7). A selecdo da técnica
dependerd, entre outras coisas, do objetivo do modelo que se
quer construir, bem como da tipologia de informacao
disponivel.

Existem algumas técnicas especificas que podem ser utilizadas
para a transformacdo de informagdes nao estruturadas (textos,
sons, imagens etc.) em dados que possam ser analisados e
processados por um computador. Como exemplo, pode-se
destacar o processamento da linguagem natural ou a
identificacdo de imagens (Figura 8). Alguns exemplos sdo o uso
de estatisticas para a avaliacdo da relevancia das palavras em
textos escritos, a classificacdo de palavras em categorias para a
compreensdo do texto escrito, o uso de redes neurais para o
reconhecimento de voz ou de imagens, a aplicagdo de cadeias
de Markov para a construgao de textos em linguagem natural
ou a aplicacdo de algoritmos nao supervisionados de
classificacdo para a organizacdo de imagens.

Por outro lado, as técnicas de modelacdo modelagem utilizadas
com informacoes estruturadas podem ser classificadas em

36Este conjunto de dados costuma ser denominado "amostra de treinamento”.
37No entanto, no proprio processo de construco e validacao do modelo sao
utilizados dados que, mesmo que sejam observados, ndo sao incluidos na
amostra de treinamento e simulam os que seriam os dados de aplicacdo. Estes
dados costumam conformar as denominadas "amostra de teste" e "amostra de
validagao".

380 uso massivo de dados implica também a implementacao de ferramentas de
big data e a aplicagdo de técnicas de eficiéncia computacional, ainda que estes
elementos néo tenham sido incluidos no conceito de Machine Learning nesta
publicacéo.

39Domingos, P. (2012). Professor na Universidade de Washington. Pesquisador de
Machine Learning e conhecido por seu trabalho em Redes Logicas de Markov.

Figura 6. Diferencas da aprendizagem automadtica em relagdo ao enfoque tradicional.
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Figura 7. Tipologias e técnicas de aprendizagem automatica.
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funcao das informacoes utilizadas para a aprendizagem*°4':

Aprendizagem supervisionada: as informacbes para construir o
algoritmo contém informagdes sobre a caracteristica estudada,
que nao esta presente nos dados futuros. Portanto, as
informacdes que se quer prever, ou a partir das quais se quer
classificar uma populacdo, estdo disponiveis nos dados
utilizados para construir o modelo. Mais formalmente, o
objetivo da aprendizagem supervisionada é treinar a aplicacdo
de um conjunto de varidveis (denominadas explicativas,
caracteristicas ou fatores) “x” em uma variavel output “y”, a
partir de um conjunto de dados (denominado amostra de
treinamento) de pares A={(x_i,y_i ),i€1,...,N}, onde “N” é o
tamanho da amostra.

Quando a varidvel output “y” é continua, fala-se em um
problema de regressao, mas quando é nominal ou discreta, fala-

se em um problema de classificagao*2.

Aprendizagem néo supervisionada: como conceito oposto ao

Figura 8. Métodos para Natural Language Processing e Computer Vision.

+ Boosting: AdaBoost e Gradient Boosting.

caso anterior, ndo esta disponivel, na amostra de construcdo, a
informacao de uma varidvel que se quer prever. Portanto, neste
caso ndo esta disponivel a varidvel output, de forma que o
conjunto de dados é da forma A={x_i,i€1,..,N}, onde “N” é o
tamanho da amostra®®. O objetivo deste tipo de problemas é
encontrar padrdes ou relagdes nos dados. Por isso, também é
conhecido como knowledge discovery (processo de identificar
padrdes nos dados que sejam validos, novos, potencialmente
Uteis e compreensiveis*).

“0Shalev-Shwartz, S. e Ben-David, . (2014).

“IMurphy, K. (2012).

42por exemplo, no caso dos modelos de classificacdo em fungao da qualidade de
crédito, a varidvel-objetivo é dicotémica (default/ndo default), ou discreta (nivel de
rating), em cujo caso se fala em um problema de classificagdo.

“43pretendem-se encontrar diferentes grupos nos dados sem ter uma amostra onde
estes grupos tenham sido previamente observado.

4Cios, K.J. e outros (2007). Doutor em Ciéncia da computacao pela Universidade
de Ciéncia e Tecnologia da Cracévia, trabalhou na agéncia internacional de
energia atdmica. E professor e chefe do departamento de ciéncias da computacéo
da Universidade da Virginia Commonwealth. Seus trabalhos de pesquisa sao
focados em machine learning, data mining e informética biomédica.
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Técnicas de Machine Learning

No processo de modelacdo modelagem costuma-se realizar
uma primeira fase de knowledge discovery. Dentro deste
processo sdo realizadas, entre outras, as seguintes tarefas
(Figura 9):

» Entendimento dos dados: preparacdo inicial e anélise
descritiva dos dados, andlise da qualidade da informacéao
etc.

» Preparacéo dos dados: limpeza ou tratamento dos dados
(incluindo o tratamento de missings, outliers, registros
equivocados ou inconsistentes), andlise multivariada,
combinagdo ou criacdo de novas varidveis a partir das
existentes, redu¢do do nimero de variaveis (através da

el

iminacao de varidveis redundantes, projecao sobre

subespacos de dimensao inferior), etc.

» Selegdo da técnica apropriada e aplicac¢do de processos de
regularizac¢do, onde se transforma a dados e se prepara
para a modelagem. Por exemplo, entre estes métodos
podem ser considerados os seguintes:

Figura

Homogeneizacdo da amplitude das variaveis, por
exemplo subtraindo a média e dividindo pelo desvio
padrdo (normalizar), dividindo pela amplitude da variavel
(escalar), etc.

Identificacdo das varidveis mais relevantes para o modelo
que se quer construir. No lugar dos métodos prévios de
selecdo de variaveis, como o stepwise*, podem ser
aplicadas técnicas como o uso de redes elasticas (elastic
nets): a funcao que se utiliza para a estimativa dos
parametros do modelo (denominada funcdo-objetivo ou
funcao de custo, cujo valor se pretende minimizar) se
modifica acrescentando um termo adicional para
detectar quais varidveis nao trazem informacées quando
se compara o modelo em amostras de construcao e de
teste, 0 que permite, portanto, a selecdo automatica de

9. Tarefas no processo de modelagem.

varidveis: se L é a funcdo de custo que se utiliza para

: t_
obter os estimadores do modelo, B=(f1,....8, ) 0s
estimadores, e A €R, A, eR",, entéo, a funcdo pode ser
transformada com a seguinte expressao®:

' =L+ 2IBIIZ + 2,18l

No caso particular em que A2=0, obtém-se o método
denominado LASSO, e quando Ai=0 obtém-se o
método denominado ridge regression®’.

Dentro das técnicas de Machine Learning de aprendizagem
supervisionada, vale mencionar os chamados métodos
individuais (Figura 9), assim denominados porque podem ser
utilizados de forma isolada. Entre eles se destacam as redes
neurais, as maquinas de vetor suporte, os classificadores
bayesianos, ou as arvores de classificacdo e regresséo:

» Asredes neurais sdo modelos matematicos multivariados
nao lineares que utilizam procedimentos iterativos, com o
objetivo de minimizar determinada funcdo de erro e, dessa
forma, classificar as observagoes. As redes neurais sao
compostas de neurdnios conectados entre si através de nés
e camadas. Tais conexdes simulam os dendritos e axénios
nos sistemas nervosos bioldgicos, através dos quais a
informacao é transmitida. Sao utilizados tanto em
problemas supervisados como ndo supervisados, com a
vantagem de que podem separar regides de forma ndo
linear. Sua maior desvantagem é seu carater de "caixa
preta", ou seja, a dificuldade na interpretacao dos
resultados e a limitacdo na hora de incorporar o sentido de
negocio sobre a complexa estrutura de pesos.

45E um método repetitivo de construcao de modelos baseado na selecio
automatica de variaveis.

4Em que R representa o conjunto de nimeros reais, R* o conjunto de nimeros
reais positivos 1112 = X; 87 yIBll = 2,181

47para uma discussao detalhada de cada método, vantagens e inconvenientes,
ver Murphy, K. (2012).

a

Entendimento dos dados

2

+ Anélise da qualidade da informagao

Preparacao inicial e andlise descritiva dos dados

* Limpeza ou tratamento dos dados (missing, outliers, registros erréneos ou inconsistentes)

* Analise multivariada
Preparagao dos dados _

* Eliminagdo de variaveis redundantes

Criacao de novas varidveis a partir das existentes

Selegao da técnica + Homogeneizacio da amplitude das variaveis (por exemplo, fazendo a média e dividindo pelo desvio padrio)
apropriadae aplicaciode  « |dentificacao de variaveis relevantes (por exemplo, usando elastic nets)
processos de regularizacao



Como uma extensdo das redes neurais, destacam-se as
redes profundas, que consistem no uso das redes neurais
com multiplas camadas. Estes modelos, englobados no que
se denomina aprendizagem profunda ou deep learning®,
podem ter milhées de parametros, em funcao da
complexidade do problema que se queira abordar. No
entanto, devido a dificuldade de estimativa, existem
multiplas aproximagdes no uso desta tipologia de
métodos* (por exemplo, o uso de algoritmos de otimizacdo
para ajustar os parametros nas redes profundas em funcao
dos erros de seus outputs; o uso de algoritmos greedy para o
treinamento de redes especificas, como as redes dirigidas; o
uso de auto-encoders para a reducdo da dimensionalidade
etc.). Gragas ao desenvolvimento tecnolégico, esses
métodos puderam ser incorporados, por exemplo, em
processos de reconhecimento e criagdo automatica de
textos ou em computer vision.

» As maquinas de vetor suporte (support vector machine ou
SVM) sdo modelos de classificacdo que tentam resolver as
dificuldades que podem significar amostras de dados

complexas, em que as relagdes ndo tém por que ser lineares.

Ou seja, pretende-se classificar as observacdes em varios
grupos ou categorias, mas estas ndo sao separaveis por
meio de um hiperplano no espaco dimensional definido
pelos dados. Para isso, o conjunto de dados é colocado em
um espaco de dimensao superior através de uma funcao*
que permita separar os dados no novo espaco através de
um hiperplano nesse espaco. Entdo, busca-se um
hiperplano equidistante aos pontos mais préximos de cada
categoria (ou seja, o objetivo é encontrar o hiperplano que
separa as categorias, e mais distante das suas observacdes
de forma simultanea).

4805 algoritmos utilizados em deep learning podem ser do tipo aprendizagem
supervisionada ou ndo supervisionada.

“Murphy, K. (2012).

%0Esta funcao é denominada kernel.

Diferencas entre inteligéncia artificial,
Machine Learning e deep learning

Inteligéncia Artificial (IA), Machine Learning e Deep
Learning sdo conceitos que estao relacionados, mas
habitualmente ha dificuldades para diferencia-los. Com
o objetivo de ilustrar suas diferencas, propde-se as
seguintes defini¢oes:

- A inteligéncia artificial é o conceito mais amplo, cujo
objetivo é que as maquinas sejam capazes de realizar
tarefas da mesma forma que um ser humano faria. Na
maioria dos casos, isso se desenvolve a partir da
execucao de regras previamente programadas. Na
Conferéncia de Inteligéncia Artificial de Dartmouth
(1956) foi definida como “todos os aspectos da
aprendizagem ou qualquer outra caracteristica da
inteligéncia que pode, em principio, ser precisamente
descrita de forma tal que uma méaquina possa realiza-
la”. Desde principios do século XX ja tivemos alguns
exemplos disso em pioneiros como Alan Turing, que
decifrou a maquina Enigma, na primeira aparicao do
que hoje chamariamos de redes neurais.

Por outro lado, a aprendizagem automatica (ML)
pode ser considerada como uma vertente da IA e é
definida® como “o conjunto de métodos capazes de
detectar padrdes automaticamente em um conjunto de
dados e usa-los para fazer previsdes sobre dados
futuros, ou para tomar outro tipo de decisdes em um
ambiente de incerteza”.

Por ultimo, a Deep Learning ou aprendizagem
profunda é um ramo do Machine Learning que,
definido em seu aspecto mais basico pode ser
explicada como um sistema de probabilidades que
permite que modelos computacionais, que estao
compostos por mdaltiplas camadas de processamento,
aprendam sobre dados com muiltiplos niveis de
abstracao®.

>1Murphy, K. (2012).

52Bengio, Y. e outros (2015). Bengio, cientista da computacdo no Canada.
Conhecido principalmente por seu trabalho nas redes neuronais e em
Deep Learning.



» Os classificadores bayesianos sao modelos baseados no Finalmente, entre os modelos ndo supervisionados, vale

teorema de probabilidade condicionada de Bayes, que destacar as técnicas de clustering ou as técnicas de Data
utilizam as informacdes conhecidas das variaveis Analysis, como a de reducao da dimensionalidade:
explicativas, ou seja, os denominados priors, para classificar
as observacoées. Dito de outra forma, um classificador - Oclustering ¢ um modelo ndo supervisionado utilizado para
bayesiano assume que a presenca ou a auséncia de certas identificar grupos (clusters) ou padroes de observagao
categorias permite atribuir certa probabilidade a auséncia similares em um conjunto de dados. Uma das técnicas mais
ou a presenca de outra caracteristica, ou definir uma utilizadas é o método de k-means, que consiste em definir
varidvel-objetivo em funcao da relagdo existente em uma um ponto central de referéncia de cada cluster
amostra entre estas caracteristicas e a variavel-objetivo (denominado centroide) e atribuir a cada individuo o cluster
definida. E uma técnica simples, mas consistente, para do centroide mais proximo em funcao das distancias
classificar observa¢des em um conjunto de categorias. O existentes entre os atributos de entrada. O algoritmo parte
classificador bayesiano toma formas especificas de acordo da fixacao de k centroides aleatoriamente e, mediante um
com a distribuicao assumida,que seguem as variaveis processo iterativo, atribui cada ponto ao cluster com o
explicativas (normal, multinomial etc.). centroide mais préximo, atualizando o valor dos centroides.
Este processo termina quando se alcan¢a um determinado
» Porfim, as arvores de classificacao (quando a variavel- critério de convergéncia.
objetivo é categodrica) e de regressao (quando a varidvel-
objetivo é continua) sdo técnicas de analise que permite - Os métodos de reducao da dimensionalidade pretendem
prever a atribuicdo de amostras a grupos pré-definidos em reduzir o nimero de dimensodes do espaco de analise,
funcdo de uma série de variaveis previsiveis. As arvores de determinado pelo conjunto de varidveis explicativas. Uma
decisdo sao modelos simples e facilmente interpretaveis, o das técnicas 4 a andlise de componentes principais
que faz com que sejam muito valorizadas pelos analistas. No (principal component analysis ou PCA), que converte um
entanto, seu poder preditivo pode ser mais limitado do que conjunto de varidveis correlacionadas em outro (com
o de outros modelos, porque realizam uma divisao menor quantidade de varidveis) sem correlagcdo, chamadas
ortogonal® do espaco, o que convierte a amostra em silos e componentes principais. A principal desvantagem de
limita a capacidade preditiva dado que este tipo de aplicar PCA sobre o conjunto de dados é que estes perdem
algoritmo tende ao supertreinamento. a sua interpretabilidade.
Todos estes métodos individuais podem ser combinados com De qualquer forma, a aplicacao destas técnicas significa que
técnicas e algoritmos que permitem melhorar a capacidade os métodos de validacdo de resultados devem ser mais
preditiva, através de métodos ensemble (Figura 10). Estes sofisticados. Como em muitos casos a aprendizagem é

métodos consistem na combinagdo de modelos individuais para continua e utiliza mais de uma subamostra na construcao,
gerar um modelo mais preditivo ou mais estavel, que aproveita
o conhecimento do coletivo. Por exemplo, os modelos podem
ser combinados através do uso dos resultados de modelos
independentes (como no caso da técnica de bagging) ou 530u seja, uma particdo de um espaco n-dimensional em regiGes através de
buscando corrigir em cada iteracdo o erro cometido (como no hiperplanos perpendiculares a cada um dos eixos que definem as variaveis
. explicativas.
caso do boosting).

Figura 10. Exemplos de métodos ensemble.

Bootstrap Aggregating (Bagging)

— Definicao Y

Treinam-se modelos sequencialmente de forma tal que o
seguinte modelo se concentre em prever corretamente as
falhas dos modelos anteriores.

— Definicao

Treinam-se modelos paralelamente e utiliza-se a
combinagdo (mediante uma média ou uma votagao)
das previsdes como previsao final.

~ Caracteristicas — Caracteristicas

+ Top-dowrm: de modelos gerais a mais especificos.

+ Aumento da complexidade: correcio sequencial do viés, leve
aumento da variagao (modelos genéricos).

+ Carga computacional no treinamento, mas a previsaio é muito
simples.

+ Melhor para modelos mais simples (de especificagdes simples).

* Pior: Mais sensiveis a outliers nos dados, mesmo que para isso existam
corregoes na hora da composicao.

* Exemplos: AdaBoost e Gradient Boosting.

+ Bottom-up: generalizacao de um conjunto de modelos especificos.

+ Redugdo da complexidade: a combinagao reduz a variagao, sem
aumentar o viés.

+ Carga computacional na previsao.
* Melhor para modelos mais complexos, com tendéncia a overfitting.

*» Pior com modelos lineares (a média de um modelo linear é outro
modelo linear).
* Exemplo: Random Forest.
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deve-se implementar técnicas que sejam adequadas para
estes novos processos, como o bootstrapping* ou o k-fold-
cross-validation®, que permitem avaliar o modelo em mais de
uma amostra de validacdo. Também é importante prestar
atencdo a outros aspectos da validacdo, como a existéncia de
possiveis vieses na frequéncia de atualizacdo dos dados,
relacdes espurias ou sem uma relacdo causal. Por ultimo, a
natureza dinamica destas técnicas dificulta a rastreabilidade.
Isto ganha especial relevancia em ambientes regulados ou
com supervisdo, que exigem um framework de validacao e de
rastreabilidade especifico.

Usos e tendéncias na aprendizagem
automadtica

O uso da aprendizagem automdtica nas industrias

A incorporacao da aprendizagem automatica no
desenvolvimento dos negécios nas diferentes industrias é
desigual (Figura 11), tanto em funcédo do setor quanto de
diversos fatores relacionados ao tamanho, estilo de diretoria e,
em geral, em funcao do ambiente em que a empresa opera.

As técnicas de aprendizagem automatica estdo sendo
implementadas com diferentes graus de velocidade e
profundidade em diferentes setores. Por exemplo, destacam-se

>4Geracéo de muitas amostras de validacao a partir da selecao aleatéria com
substituicao.

>Divide-se a amostra k em grupos. Na primeira repeticdo, k-1 sao utilizados para a
construcdo e o restante para a validagao. Este processo é repetido, escolhendo
como grupo de validacdo cada um dos k grupos construidos.

Figura 11. Presenga do desenvolvimento de Machine Learning nos diferentes setores em 2016.
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algumas aplica¢des nas industrias da educacdo, financas, bases de dados das instituicdes financeiras, como por
saude ou, transversalmente, na melhoria da eficiéncia das exemplo os modelos de prospect de ndo-clientes. Neste
organizagoes>®°7: caso, os modelos de prospect pretendem classificar

No dmbito educativo® a inteligéncia artificial podera
fornecer sistemas que funcionem como "companheiros
de aprendizagem" durante toda a vida do aluno e
acessiveis através de multiplos canais.

Em financas, os algoritmos de Machine Learning estao
dirigidos a fungdes como o trading automatico, a criacdo
de roboadvisors para a gestao automatica de carteiras, a
deteccao da fraude ou a medicao do risco. Um dos
ambitos de maior crescimento é o conhecido como
RegTech®, em que se usam técnicas de Machine Learning
para cumprir com a regulamentacdo e a supervisao. A
previsdo é de que o mercado de RegTech chegue a 6,5
bilhdes de ddlares em 2020%°. Além disso, estas técnicas
podem ser utilizadas para a analise de carteiras onde
nao existe tanta informacao estruturada armazenada nas

potenciais clientes em funcao de sua probabilidade de
inadimpléncia, o que é aplicavel em processos
comerciais como o lancamento de campanhas ou a
emissao de novos produtos. Estes modelos também
costumam ser interessantes nos segmentos de clientes
nos quais ndo existem muitas informagdes, como no
caso de autbnomos e microempresas, ou em segmentos
de particulares ou autbnomos que ndo utilizam o
sistema bancario. Para isso, é possivel utilizar
informacées sobre contas anuais (incluindo informacées

6Kaggle (2017).

Forbes (2017).

8pearson (2016).

59Regtech surge da combinacdo dos termos “regulatory technology” e consiste em
um grupo de companhias que utilizam a tecnologia para ajudar as empresas a
cumprir com as normas de maneira eficiente e com baixos custos.

Frost & Sullivan (2017).




sobre atividades, como rotacdo de inventérios ou de
fornecedores, indices de alavancagem, de liquidez,
solvéncia ou rentabilidade), que sdo complementadas
com informagdes de produtos e servicos, ou mesmo com
informacdes externas ndo estruturadas.

No caso do setor da saude, os esforcos estao focados em
melhorar o diagndstico por imagem, a gestdo de
consultas de tratamento e sugestdes, bem como a
compilacao de informacgdes médicas para estudos ou
para cirurgia robética. Estima-se que o mercado da
inteligéncia artificial no campo da saude pode chegar aos
6,6 bilhoes de ddlares em 2021 e economizar
potencialmente 150 bilhées de dolares em 2026 no setor
da saude nos EUAS'.

Em setores como a industria ou a logistica, sao propostas
solugdes para a melhoria da manutencao das maquinas
(através do uso de modelos e sensorizacdo para a

distribuicdo (por exemplo, mediante a otimiza¢do da
correlacdo entre necessidades de transporte com
multiplas empresas)s2.

Em relacdo a melhoria da eficiéncia das organizacbes, a
funcao de tecnologia e operagdes pode ser mais proativa
em empresas nas quais os sistemas tecnolégicos geram
dados massivos (logs, relatérios de status, arquivos de
erros etc.). A partir destas informacdes, os algoritmos de
Machine Learning podem detectar a causa de alguns
problemas ou as falhas dos sistemas podem ser
atenuadas significativamente utilizando andlises
preditivas. Além disso, podem ser incorporadas
experiéncias tecnolégicas personalizadas: a
disponibilidade de um assistente virtual por funcionario
ajudard as empresas a maximizar a produtividade no
local de trabalho. Este assistente serd capaz de conectar

61Techemert_:;ence (2017).

manutencao preditiva) ou maior eficiéncia na 62Circulo de Empresarios (2018)




Figura 12. Tendéncias e desafios sobre os componentes da aprendizagem automadtica.
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informacoes de uso de aplicativos do usudrio com outras
bases de dados armazenadas e detectard padrdes que
antecipem as seguintes agdes e acessos a bases de dados
de documentos por parte do funciondrio.

Como exemplo ilustrativo de como esté sendo realizada a
incorporacgao destas técnicas em uma industria classica pode-
se destacar o caso de Rolls-Royce, que chegou a um acordo
com a Google para utilizar os motores de Machine Learning do
Google em Cloud, com o objetivo de melhorar a eficiéncia e a
seguranga na navegagao no curto prazo e com o objetivo de
alcancar o controle remoto sem tripulacdo. Este caso retine
todos os elementos tipicos da aprendizagem automatica:
coleta de informacdo nao estruturada baseada em sensores,
tratamento da informacdo mediante novas técnicas, objetivo
de automatizacdo completa etc.

Tendéncias sobre os componentes da
aprendizagem automdtica

O uso de diferentes técnicas e a proliferacdo de diversos
enfoques e ferramentas modificam o processo de
modelagem em todos os seus vetores: os dados utilizados,
novas técnicas, metodologias de estimativa e as arquiteturas
e os sistemas de suporte (Figura 12). No entanto, este novo
enfoque significa um conjunto de desafios do ponto de vista
técnico, metodoldgico e de negdcio®:

1. Em func¢do das fontes de informagdo: Procura-se obter
uma visdo de 360° dos clientes através do cruzamento de
canais internos e externos, utilizando dados compilados
em tempo real. Isso leva a uma série de objetivos a serem
enfrentados, como o investimento econdémico para
acessar fontes de informacao restritas, a identificacao de
novas fontes de dados relevantes e sua continua
atualizacdo, bem como a incorporacgao de técnicas de
Data Quality capazes de tratar grandes volumes de dados
de diferentes tipologias em tempo real. Da mesma forma,

um dos grandes desafios é a aplicacdo dos regulamentos
em matéria de protecdo de dados, como a GDPR na
Europa, que implica uma analise profunda das fontes de
informacao que podem ser utilizadas nos modelos de
aprendizagem automética, seu tratamento e seu
armazenamento, bem como o estabelecimento de
controles e sistemas de ciberseguranca.

2. Em fungdo das técnicas e os algoritmos: Por mais que
aumente a dificuldade na interpretacdo dos algoritmos e
na justificativa dos resultados obtidos, em certos ambitos
ainda prevalece o poder da previsao sobre sua
interpretacao. Tudo isso faz com que seja mais relevante
implementar uma correta gestdo do risco de modelo
durante o ciclo de vida completo (desenvolvimento,
avaliagao, implementacao, uso, manutencao e
descontinuacdo). A natureza e as possiveis fontes de risco
do modelo, como caréncias nos dados, a incerteza na
estimativa ou os erros nos modelos e o uso inadequado
do modelo® estdao igualmente presentes no uso de
técnicas de aprendizagem automatica. Entre os desafios
na resolucdo de problemas mediante o uso de técnicas de
Machine Learning também se encontram a propria escolha
do algoritmo mais adequado entre uma ampla gama de
possibilidades (ja que este pode depender tanto do
objetivo do modelo que se quer construir quanto das
informacdes disponiveis), a aparicdo de possiveis
problemas de overfitting®> e de data dredging®®, ou a

63Jordan, M. 1., Mitchell, T. M. (2015) e Kaggle (2017). Jordan, doutor em Ciéncia
cognitiva pela Universidade da Califérnia, além de professor do MIT e atualmente
professor no departamento de Engenharia Elétrica e Ciéncias da computacéo e do
departamento de Estatistica na universidade da Califérnia.

54Management Solutions (2014).

65Overﬁtt‘ing: o modelo estd demasiadamente ajustado a amostra de treinamento,
de forma que nao obtém resultados satisfatdrios sobre amostras diferentes desta
(por exemplo, a amostra de validacao).

660 data dredging ¢ produzido quando se encontram relacées que nio estio
respaldadas por hipoteses ou causas que realmente expliquem tais relagoes.



necessidade de estabelecer mecanismos para que a
aplicacdo dos resultados automaticos ndo implique na
aparicdo de tratamentos discriminatorios (este risco é
tratado através do que se conhece como ética
algoritmica).

3. Em fungdo da autoaprendizagem: Incorporar a
caracteristica de autoaprendizagem nos modelos implica
na capacidade de que o algoritmo se modifique de forma
autéonoma em funcdo das mudancas que vao ocorrendo
na populacdo-objetivo. Isso pode originar modificagdes
nos parametros ou nas variaveis relevantes para construir
o algoritmo, bem como a necessidade de tomar decisées
de modelagem em tempo real. No entanto, estes ajustes
aos modelos em tempo real dificultam a sua validacéo,
que deve evoluir a partir do enfoque tradicional e
incorporar novos elementos, como o controle de graus de
liberdade na automatizacdo, uma maior frequéncia na
avaliacdo do poder discriminante ou outras técnicas de
comparacdo (por exemplo, através de modelos
alternativos mais simples que, mesmo que percam
capacidade de ajuste, permitam fazer challenge aos
resultados). No caso especifico de modelos que
necessitam a aprovagdo de um supervisor como, por
exemplo, os modelos regulatérios no setor financeiro, um
desafio acrescentado a esta validacdo é a dificuldade de
obter a aprovacdo por parte do supervisor.

4. Em funcado dos sistemas e do software utilizado: Investe-
se em arquiteturas e infraestruturas tecnoldgicas que
garantam a escalabilidade na capacidade de
armazenamento de dados e uma maior velocidade de
processamento. Também estdo sendo desenvolvidas
solugdes baseadas em Cloud, como plataformas
alternativas as implementacgdes in-house utilizadas
tradicionalmente pelas empresas e incorporadas
infraestruturas de edge computing, onde sao oferecidas
fungdes ja previamente instaladas (FaaS®’) preparadas
para uso direto, o que simplifica a experiéncia do
desenvolvedor, ja que reduz o esfor¢o de programacao e
gestdo do cédigo. Tudo isso implica na necessidade de
realizar investimentos em recursos e estruturas de TI.

Além disso, tudo isso pressupde a necessidade de contar com
recursos humanos com um alto grau de preparacdo e
especializacdo, capazes de compreender e trabalhar com
linguagens de programacao, algoritmos, matematica,
estatistica e arquiteturas tecnolégicas complexas.

”Functions as a Service, um modelo sem servidores.

Fontes de informacao e restri¢des
regulatdrias

A rapida evolucao tecnolégica e a globalizacao
criaram novos desafios no ambito da protecao dos
dados pessoais. Neste sentido, aumentou
significativamente a magnitude da coleta e do
intercambio de dados pessoais e, atualmente, a
tecnologia permite o tratamento dos dados pessoais
em uma escala sem precedentes.

Estes avancos e o uso de fontes de informacao que
incorporam dados de carater pessoal requerem um
framework solido e coerente para a protecao de dados,
devido a importancia de gerar uma confianca que
permita o desenvolvimento da economia digital.
Assim, surge a necessidade de que as pessoas fisicas
tenham o controle de seus préprios dados pessoais e
de reforcar a seguranca juridica e pratica para as
pessoas fisicas, os operadores econdmicos e as
autoridades publicas®®. Como consequéncia, os
reguladores desenvolveram normas para garantir a
protecao desses dados. Como exemplo paradigmatico,
pode-se analisar o caso da Unido Europeia, onde a
General Data Protection Regulation (GDPR), que entrou
em vigor em maio de 2018, estabeleceu uma série de
requisitos gerais de tratamento e protecao das
informagoes, homogeneizando o seu tratamento em
todos os paises membros (Figura 13).

8parlamento Europeu (2016).

Figura 13. Principais requisitos da GDPR.
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Exercicio quantitativo

Your job in a world of intelligent machines is to keep making sure
they do what you want, both at the input (setting the goals) and at
the output (checking that you got what you asked for)

Pedro Domingos®




As técnicas de Machine Learning introduzem diversas novidades
nas técnicas estatisticas e econométricas classicas, alavancadas
no uso de maior quantidade de informacao e maior
complexidade dos algoritmos.

Introduz um conjunto de novos elementos no ambito da
modelagem que, se por um lado permite realizar analises mais
sélidas, por outro requer a resolucao de questdes como o
aumento das varidveis disponiveis (0 que aumenta a
complexidade no tratamento das dados, bem como na selecao
de informacoes relevantes), a correta identificacao de relagoes
espurias ou o ndo cumprimento das hipoteses dos modelos
tradicionais (por exemplo: falta de cointegrabilidade em séries
temporais ou presenca de multicolinearidade e autocorrelacao).

Como resultado disso, pode-se modificar o enfoque de
modelagem, introduzindo diferentes ferramentas para
aproveitar os algoritmos de Machine Learning, mas evitando
cometer erros ligados a estas novas ferramentas.

Nesta secao, foi desenvolvido um modelo de scoring
comportamental para classificar empréstimos bancarios. Para
isso foram utilizadas algumas destas novas técnicas com a
finalidade de poder comparar os resultados, bem como avaliar
0s objetivos que implicam o seu uso no processo de
modelagem, as oportunidades que surgem e os riscos
existentes.

Objetivo

O objetivo do exercicio é analisar e ilustrar o impacto do uso de
técnicas de Machine Learning no desenvolvimento de modelos.
Especificamente, pretende-se avaliar a variagdo do processo de
estimativa e os resultados obtidos, partindo de diferentes
abordagens de modelagem, mediante o uso de técnicas de
Machine Learning.

Para isso, um modelo de scoring foi treinado, utilizando
diferentes abordagens de Machine Learning, e os resultados
foram comparados com as técnicas tradicionais. Partiu-se de
uma amostra de empréstimos e foram desenvolvidas duas fases
de modelagem (tratamentos de dados em tarefas de
preparacao, limpeza e selecao de variaveis e aplicacao de

diversos enfoques para avaliar o modelo). A seguir, a amostra
utilizada sera descrita e as diferentes fases do estudo detalhadas,
bem como os resultados e as principais conclusdes obtidas.

Datos utilizados

O estudo foi realizado utilizando um conjunto de mais de 500 mil
empréstimos, que compreendem mais de 10 anos de histdria,
com uma taxa de inadimpléncia de 6%. A amostra inclui variaveis
relativas a operacdo (montante, prazo da operacdo, taxa de juros,
finalidade do financiamento, etc.) ao cliente (informacbes
econdmicas como receita anual, mensal, patrimonio, variaveis de
endividamento, pontuacao de scorings externos etc.,
informacdes sobre inadimpléncias, como quebras de registros
publicos, contas com atrasos etc., ou varidveis de antiguidade
como cliente e antiguidade em outros produtos), bem como
relativas a outros tipos de informagdes que possam ser Uteis na
modelagem, como comissdes, nimero de transagdes realizadas,
etc. Neste exercicio, todas estas varidveis foram mantidas na
amostra inicial, com o propdsito de realizar knowledge discovery.

Desenvolvimento do estudo

O estudo foi desenvolvido em duas fases, detalhadas a seguir:

1. Fase 1: Knowledge Discovery. Inicialmente foi desenvolvida
uma fase de knowledge discovery, em que foram realizados
diferentes tratamentos de missings, outliers e agrupamento de
variaveis.

2. Fase 2: Aplicacdo de técnicas de Machine Learning. Na
segunda fase, foi iniciado o desenvolvimento de diferentes
modelos, utilizando técnicas de modelagem sobre as amostras
de construcédo geradas.

%9Domingos, P (2015). Professor na Universidade de Washington. Pesquisador de
Machine Learning e conhecido por seu trabalho em Redes Légicas de Markov.



Fase 1: Knowledge Discovery

A primeira fase do desenvolvimento do exercicio consiste em
aplicar algumas técnicas de knowledge discovery. Alguns dos
tratamentos aplicados, descritos a seguir, podem ser mais
adequados do que outros, dependendo do tipo de algoritmo
final utilizado para a modelagem. Desta forma, a primeira fase
permite obter um conjunto de amostras de construcdo que
podem ser utilizadas como dados para treinar diferentes
algoritmos.

Nesta primeira fase, observou-se que 40% das variaveis
apresentam mais de 10% de observacdes missing. Para utilizar
as informacdes disponiveis, foram realizados diferentes
tratamentos sobre estas variaveis’®:

a. Foiestabelecido o valor médio (ou a moda, no caso de
varidveis qualitativas ) as observacdes missing.

b. Um clustering analysis foi realizado, e atribui-se a média a
cada valor missing (ou a moda, no caso de variaveis
qualitativas) do cluster. A determinacdo do numero ideal de
clusters que gera a melhor classificacdo foi realizada através
de métodos quantitativos’'.

c. Foirealizada uma regressao sobre outras varidveis para
estimar um valor para as observa¢des missing de uma
varidvel em funcdo do restante das informacoes.

d. Para o caso especifico do Random Forest, foi estabelecido
um valor maximo (ex. 9999) com o objetivo de identificar o
missing como um valor adicional para que a arvore crie, de
forma automatica, um galho especifico para esta
informacao.

Por outro lado, foi realizado um tratamento de outliers, que
simplesmente consistiu em aplicar um floor no percentual 1, e
um cap no percentual 99 nas varidveis com presenca de valores
atipicos.

Por fim, foi realizado um processo de simplificacdo de variaveis.
Para isso, um algoritmo de clustering foi novamente aplicado,
para substituir as varidveis que permitem identificar uma boa

classificagao em grupos pelo cluster atribuido (Figura 14).
Também foram eliminadas as variaveis que, apds uma primeira
analise exploratoria, ndo contém informacoes relevantes
(devido a méa qualidade das informacodes, variaveis informadas a
um valor constante, etc).

Apos todos estes tratamentos, foram obtidas diferentes
amostras de construcdo, que serao utilizadas para a estimativa
dos algoritmos’2.

Conjuntamente, estas técnicas permitem reduzir o nimero de
varidveis com o objetivo de melhorar a eficiéncia dos processos
posteriores, preparar as informagoes existentes para que se
adequem aos requisitos especificos dos diferentes modelos e
possiveis limitacdes dos algoritmos, bem como antecipar e
validar hipdteses para avaliar os resultados das diferentes
técnicas de modelagem utilizadas.

Fase 2: Aplicacéo de técnicas de Machine Learning

Na segunda fase, partindo das diferentes amostras ja tratadas,
foram aplicadas diferentes técnicas e iniciou-se o célculo das
diferentes métricas da capacidade discriminante do modelo
sobre uma amostra de validacdo. As técnicas que foram
desenvolvidas sdo as seguintes:

a. Em primeiro lugar, para poder realizar uma comparagdo
com um método tradicional de modelagem, foi construido
um modelo logistico.

b. Foiaplicada uma rede eldstica como técnica de
regularizacao, para observar o impacto desta técnica sobre
a modelagem tradicional.

"OTratamentos adicionais ao cléssico, que consiste em trocar um missing por um
zero e criar uma variavel dummy para reconhecer onde foram atribuidos os
missing.

71Existem diversos métodos quantitativos para realizar esta selecao, como o elboy
method ou o algoritmo partition around medoids (PAM). Em termos gerais,
pretende-se analisar o nimero de clusters a partir do qual o lucro marginal de
informacgdes na classificacdo se faz residual ao ampliar o nimero de clusters. Neste
caso, foi aplicado o algoritmo PAM.

2Ainda que possam ter diferentes amostras de construgao para um unico
algoritmo e, portanto, diferentes resultados, neste estudo mostram-se somente os
resultados ideais.

Figura 14. Exemplos de clustering para K=2, K=4 e K=8 em fung¢do de duas varidveis. As varidveis X e Y serdo substituidas pela varidvel definida pelo cluster.




c. Foidesenvolvido um random forest como um dos Figura 15. Importéncia das varidveis no algoritmo tradicional.
métodos ensemble.
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Apos aplicar estas técnicas, foram obtidos os seguintes Variavéis

modelos:

Figura 16. : Importdncia das varidveis apos aplicar redes eldsticas.

a. Modelo logistico (modelo tradicional base para a
comparacao). Foi realizada uma pré-selecdo de variaveis

mediante técnicas bivariadas e multivariadas, levando em :gz
consideracéo o significado individual de cada variavel, o 359%
poder discriminante do modelo global e diferentes & 30%
métodos e critérios de informacdo. Como resultado, & 25%
obteve-se um modelo que conta com 11 varidveis, em que E_ZU%
as que apresentam maior importancia sao do tipo E15%
comportamental (por exemplo, nimero de contas que 0%
nunca entraram em default, se existem dividas pendentes z:

ou o numero de contas que esteve mais de 120 dias em 14 7101316192225283134374043
situacdo irregular). A importancia de cada variavel foi

Variavéis
mensurada como a contribuicdo marginal dessa variavel a
bondade de ajuste do modelo. Portanto, pode—se analisar Figura 17. Importdncia das varidveis no algoritmo de Random Forest.
qual é o padrao de incorporacao de cada variavel em 45%
funcdo de sua importancia (Figura 15). 40%
35%
b. Modelo com técnicas de regularizagédo. Apés aplicar a £ 30%
rede elastica, foi desenvolvido um modelo com um total & 25%
de 45 varidveis, entre as quais se destacam as variaveis 2 20%
comportamentais (por exemplo, contas em situagao E15%
irregular, dividas pendentes nos ultimos 12 meses, 10%
informagdes positivas em registros publicos etc.). Foram 3%

incluidas varidveis relativas a operacdo e ao cliente, sendo 0%

que a importancia das primeiras é muito mais significativa
(Figura 16).
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¢. Random Forest. Foi obtido um algoritmo com 50 arvores,
sendo que a maxima profundidade do galhos é trés e o
numero de varidveis incluidas aleatoriamente como
candidatas em cada né é igual a sete. No total, estdo
sendo utilizadas 80 varidveis para conformar o conjunto
de arvores. As varidveis de maior relevancia no algoritmo
sdo as de tipo comportamental (por exemplo, existéncia
de dividas pendentes, outras contas com inadimpléncia,
numeros de contas ativas etc.) e algumas outras variaveis
que caracterizam o cliente ou a operacao (por exemplo, o
nivel de endividamento). Observa-se que em termos de
importancia, as primeiras varidveis obtém um peso
elevado, enquanto que o resto das variaveis mantém uma
importancia relativa reduzida (Figura 17).




d. Adaboost: foi selecionado um algoritmo com 20 iteracbes,

e.

cujo parametro de reducao foi fixado automaticamente
em um. Como resultado, foram obtidas 68 variaveis
significativas entre as quais se destacam novamente as de
tipo comportamental (por exemplo, a média do saldo
revolving no conjunto de contas, o nimero de contas de
cartbes de crédito sem inadimpléncias, o principal
devolvido pelo cliente etc.), bem como outras variaveis
relativas ao cliente. Neste caso, observa-se uma queda
reduzida, porém paulatina, na importancia das variaveis
(Figura 18).

SVM com fungéo linear. Foram obtidos diferentes
modelos em fungao das variaveis utilizadas e foi
selecionado o melhor modelo, utilizando técnicas de
validacao cruzada. No modelo escolhido foram obtidas 68
varidveis relevantes, das quais as que apresentam maior
importancia sdo as comportamentais (por exemplo, as
dividas pendentes nos ultimos 12 meses ou a
porcentagem de contas que nunca estiveram em situacao
irregular, Figura 19).

SVM com fungéo radial. Bem como no caso linear, foi feita
uma selecdo entre diferentes modelos. Este modelo
também possui 68 varidveis, onde as que apresentam
maior importancia também sdo as comportamentais.
Ainda que ambos os modelos de SVM sejam muito
similares, a importancia das varidveis em cada um deles
difere significativamente (Figura 20).

Figura 18. Importdncia das varidveis no algoritmo Adaboost.
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Figura 19. Importdncia das varidveis no algoritmo SYM com fun¢ao linear.
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Figura 20. Importdncia das varidveis no algoritmo SVM com fung¢do radial
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Detalhes das técnicas utilizadas no estudo”

Rede Elastica. Como ja foi descrito na segao anterior, a
aplicagdo da rede eléstica é realizada mediante a
incorporagao do termo A, [IBI13 + A, 118l a fungao-
objetivo que se pretende otimizar quando os parametros
sao estimados B° = (B, ..., B,.)-

Az .
PVE Y P

Para isso, foi realizada a transformacdo a =
portanto, o termo foi estimado

(1—a)- 1815+ a- 1Bl

Entao, passa-se a construir o desvio da funcao de
verossimilhanca parcial (partial likelihood deviance, o PLD™)
como funcao desse parametro a, e busca-se 0 minimo
dessa funcdo. Neste caso, o valor minimo é encontrado
em a=0,8 (Figura 21). Com esse valor de a estreia-se a
funcao-objetivo, de onde sao obtidas variaveis cujo
estimador associado é proximo a zero e, portanto, ndo sao
considerados na construcdo do modelo.

Figura 21. Fungdo de otimizacdo para o método de redes eldsticas. Mostra-
se o valor de a que minimiza o desvio da fungéo de verossimilhanca parcial
(PLD).
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Random Forest. Esta técnica se baseia nas técnicas de
combinagao de modelos independentes (bagging), de
forma que um ntmero elevado de arvores é gerado e
calcula-se a média dos seus resultados. Para realizar cada
arvore é atribuida aleatoriamente uma selecao aleatdria
da amostra com substituicdo e divisdo das varidveis, com
0 objetivo de reduzir o sobre-treinamento e controlar a
multicolinearidade (Figura 22). Para prever uma nova
observagao, recorre-se a arvore em funcao do valor de
seus previsores até chegar a um dos nés terminais. No

Figura 22. Exemplo de segmentos de uma drvore para o modelo Random Forest.

caso de arvores de classificacdo, costuma-se empregar a
moda da variavel-resposta como valor de previsao, ou
seja, a categoria mais frequente do né. Além disso, a
proporcao de arvores que tomam uma mesma resposta é
interpretada como a sua probabilidade, o que da
informagoes sobre a confianca da previsao.

Adaboost. Na aplicagdo desta técnica sao estimados
diferentes estimadores fracos sobre a amostra que,
posteriormente, sao adicionados mediante técnicas de
boosting, utilizando diferentes ponderacoes, o que em um
contexto repetitivo permite que o algoritmo aprenda dos
erros cometidos nas repeticoes anteriores. O processo é o
seguinte:

- Com a amostra de treinamento se constr6i um
submodelo atribuindo pesos equivalentes a todas as
observagoes.

- Aquelas observagoes incorretamente classificadas,
aumenta-se o peso relativo, e aquelas observacdes
corretamente classificadas se diminui, e se constroi um
novo submodelo, levando em consideragao os novos
pesos. Isto é realizado até chegar a um nivel baixo de
erro.

- Sao combinados sequencialmente todos os
submodelos, obtendo um modelo final complexo
baseado nos submodelos intermedidrios simples.

Aplicacao de maquinas de vetor suporte (SVM). A aplicacao
das SVM foi realizada utilizando dois modelos, um linear e
outro radial. A diferenca estd em como é definida a fungédo
kernel, que permite separar os grupos. A SVM linear utiliza
como funcio K(x; xj) = x;"x; (o0 produto escalar). A SVM
radial utiliza como funcao K (xi,xj,—) =exp(—y- ||xi — xj”z),
onde y>0. Nos modelos desenvolvidos, foram utilizados
valores de y=0,014 para o modelo linear, e y=1 para o
modelo radial.

73A descricao de cada uma destas técnicas pode ser encontrada no capitulo
anterior, de forma que incorporamos alguns detalhes técnicos associados ao
seu uso especifico.

740 desvio da funcéo de verossimilhanga parcial (PLD) é um indicador que
permite comparar o poder preditivo de um modelo sob

andlise com o de um modelo de referéncia (que pode ser um modelo
constante). E calculado através da diferenca das log-funcdes

de verosimilhanca parcial entre o modelo sob andlise e o modelo de referéncia.

Solicitagdes Gltimos 6 meses

ReclamagBes iltimoas 12 meses

Inadimpléncias Oltimos 2 afios. Uso de candes revalving

[ Méo duvidosos
Il Ouvidosos

Nimero contas em
120+ dpd histdrico

Nimero contas em
120+dpd atualmente

MNimera contas em
120+ dipd histérico

Todos os nés apresentam um p-valor p<0,001



Resultados e conclusées

Para comparar os resultados obtidos neste estudo apés a
aplicagao das diferentes técnicas, foi utilizada como medida de
poder discriminante uma matriz de confusao, bem como a area
sob a curva ROC (AUQ):

v

A matriz de confusdo permite medir as taxas de acerto do
modelo. Para isso, foi estabelecido o ponto de corte no valor
que minimiza o erro de previsdo.

v

Em relacdo ao indicador AUC, quanto maior for o valor do
indicador, maior é o poder de discriminacdo. A experiéncia
pratica’® mostra que este indicador costuma tomar valores
entre 75% e 90%. Estes indicadores estdo estimados sobre
uma amostra de validagao’s.

Também foram comparados os impactos da mudanca do poder
preditivo no negdcio. Para isso, foi escolhido o modelo
tradicional como base de comparacdo (com o ponto de corte
estabelecido a partir da otimizagao dos erros tipo | e tipo Il).
Sobre esse modelo, estimou-se a taxa de inadimpléncia
resultante com cada um dos modelos analisados, mantendo o
mesmo nivel de taxa de aceitacdo que o modelo tradicional (ou
seja, a igualdade do volume de negdcio), bem como a taxa de
aceitacdo de cada um dos modelos, se a taxa de inadimpléncia
se mantém é a mesma que no modelo tradicional.

Os resultados obtidos sao os seguintes” (Figuras 23, 24 e 25):

» Apds a comparagdo com estas estatisticas (Figura 24),
observa-se um melhor desempenho nos modelos ensemble
em relagdo as outras metodologias. Particularmente, o
random forest é o método que apresenta os melhores
resultados: em termos de taxa de acerto aumenta de 74,7%
do modelo tradicional para 80,3%, o que supde um
aumento percentual de 7,5% sobre o obtido através de
técnicas tradicionais; em termos de poder discriminante,
consegue-se melhorar a drea sob a curva ROC de 81,5% no
modelo tradicional até 88,2%, o que representa um
aumento percentual de 8,2%. No entanto, esta melhoria foi
obtida aumentando a complexidade da estimativa, ja que
foram utilizadas muitas varidveis entre as 50 arvores
estimadas.

Figura 23. Resultados para as diferentes abordagens.

Figura 24. Taxa de acerto na matriz de confusédo (soma da diagonal) para as
diferentes abordagens.

O segundo melhor método é a aplicagao da rede elastica,
com a qual os valores de taxa de acerto e a rea sob a curva
ROC chegam a 79% e 86,4%, respectivamente. Isto
representa um aumento percentual de 6% em ambos os
indicadores. Como se observa, em amostras com muitas
varidveis, a aplicacdo de técnicas de regularizacdo implicam
em um aumento significativo em relacdo a métodos
tradicionais de selecdo de variaveis (stepwise).

Da mesma forma, neste caso em particular, observou-se que
a dificuldade acrescentada pelo uso de SVM (tanto lineal
como radial) ndo significa um aumento no poder preditivo
do modelo. Isto se deve a que o modelo logistico tradicional
ja apresenta um poder discriminante elevado (82%), o que
costuma ocorrer quando as variaveis permitem separar
linearmente as duas classes e, portanto, a aplicagao de SVM
nao incorpora informacgdes sobre a separabilidade das
categorias (de fato, neste caso perde-se poder preditivo e
taxa de acerto).

7BCBS (2005).

76De acordo com as praticas em modelagem, a populagao total foi separada em
amostras diferentes de construcdo e validacéo, de forma que cada modelo
treinado com a amostra de construcao foi utilizado para pontuar novamente a
amostra de validagao, e os resultados sobre a valida¢ao foram estimados sobre
essa amostra.

77Estes resultados foram obtidos sobre amostras de validacao especificas, porém
em um ambiente de Machine Learning é adequado avaliar em diferentes
subamostras a adequacgdo dos resultados (através de técnicas de bootstrapping ou
cross-validation).

70,3% 1.5% 74.4% 1.2% 75,6% 1.2% 72,4% 1,4% 65,2% 1,8% 67,6% 1,6%
Matriz de confusdo
_ 2% A% 198 4s% 185% a7 28 5% 00 | 40% 5% | 42%
B - s - o1
Taxa de inadimpléncia
2 o~ . i 2
Taxa de aceitagdo 71.8% 81.4% 83,2% 76,8% 41,8% 61,4%

(igualdade de inadimpléncia)



» Por fim, do ponto de vista do possivel impacto no negécio
do aumento do poder preditivo dos modelos, conclui-se
que, com um mesmo volume de negdcio, a taxa de
inadimpléncia se reduziria em 48%, no caso do random
forest (utilizando um ponto de corte ideal com o modelo
classico, chegaria a uma taxa de inadimpléncia de 2,1%, que
se reduz a 1,1% com o random forest se o volume de
operagoes aprovadas for mantido) e 30% no caso da rede
elastica (em que a taxa de inadimpléncia se reduz a 1,4%).
Da mesma forma, bem como a taxa de inadimpléncia (2,1%),
o volume de negdcio aumentaria 16% no caso do random
forest e 13% no caso da rede elastica.

Para poder se beneficiar das vantagens associadas a estas
técnicas é fundamental, portanto, possuir um framework e uma
funcao de gestao do risco de modelo de acordo aos maximos
padrodes de qualidade (ja tratados na publicacdo anterior’® da
Management Solutions “Model Risk Management: Aspectos
quantitativos e qualitativos da gestao do risco de modelo") que
inclua, entre outros aspectos, a execugdo, por parte da funcdo
de Validacgao interna de um challenge efetivo, das hipdteses
utilizadas e os resultados alcancados por estes modelos através,
entre outras técnicas, da sua réplica e, nas entidades mais
avancadas, do desenvolvimento de modelos "challenger" com
técnicas tradicionais.

78Management Solutions (2014)

Figura 25. Curvas ROC obtidas para cada uma das técnicas.

09
0,8 g Random Forest|B8%)
07 Rede elastica (86%)
.A'Ea.b\aon[m]
0,6 g
. Modelo Clissico (82%)
0,5

T SVMRadial (81%)

SVM Linear (75%]

A matriz de confusao a partir do ponto de
corte que minimiza 0s erros

Uma das técnicas para medir o poder discriminante do
modelo é a matriz de confusdo. Esta matriz compara a
previsao do modelo com o resultado real. No caso do
modelo de scoring, permite comparar os defaults
previstos pelo modelo com os que ocorreram realmente
(Figura 26). Para isso, sao calculadas as taxas de acerto
(defaults corretamente previstos pelo modelo e
operacoes classificadas como ndo defaults que, ao final,
nao entraram em inadimpléncia) e os erros do modelo
(os conhecidos como erro tipo I e erro tipo I17°).

Figura 26. Matriz de confusdo.

Nao Default Default
Néo Default Acerto Erro tipo |
Default Erro tipo Il Acerto

Considerando que os modelos outorgam uma
pontuacdo (que é uma ordenagao das operacoes em
funcao da qualidade de crédito), para poder
determinar se o modelo prevé um default é necessario
estabelecer um ponto de corte. Uma das metodologias
aceitas na industria é estabelecer o ponto de corte que
minimiza simultaneamente os dois erros (Figura 27).

Figura 27. Ponto de corte que minimiza simult,
erro tipo Il.

teoerrotipoleo

Ponto de corte

et \ “Nao default’

79Porcentagem de defaults erroneamente classificados pelo modelo e
porcentagem de falsos defaults erroneamente previstos pelo modelo,
respectivamente.
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Glossdrio

Andlise de componentes principais (PCA): método de reducdo
de dimensionalidade através do qual se busca um subespaco
dimensional inferior para projetar os dados para minimizar os
erros de projecado, convertendo um conjunto de variaveis
correlacionadas em outro (com menor quantidade de varidveis)
sem correla¢do, chamadas componentes principais.

Auto-encoder: algoritmo de aprendizagem ndo supervisado
baseado em redes neurais que aplicam propagacao retroativa,
estabelecendo os valores do target para que sejam iguais aos
doinput.

Big Data: qualquer quantidade volumosa de dados
estruturados, semiestruturados ou nao estruturados que tém o
potencial de ser extraida para obtencao de informacao. Por

extensao, se refere também ao conjunto de infraestruturas e
arquiteturas tecnoldgicas que armazenam estes dados.

Blockchain: estrutura de dados que implementa um registro
criptografico de todas as operagbes realizadas e previamente
validadas por uma rede de nés independentes através de um
algoritmo de consenso.

Bootstrapping: Processo de geracao de muitas amostras a
partir da selecdo aleatéria com substituicao.

Business to Business (B2B): transa¢ées comerciais entre

empresas, isto é, as estabelecidas entre um fabricante e o
distribuidor de um produto, ou entre o distribuidor e um
varejista.



Cadeia de Markov: processo estocdstico discreto em que a
probabilidade de que um evento ocorra depende unicamente
do evento anterior.

Ciberseguranca: conjunto de ferramentas, politicas, métodos,
acoes, seguros e tecnologias que podem ser utilizadas para
proteger os diferentes ativos tecnolégicos e os dados de uma
organizacdo armazenados em algum tipo de suporte fisico ou
I6gico no ciberentorno, assim como as comunicagdes entre
estes ativos.

Computer Vision: subcampo da inteligéncia artificial, cujo
propdsito é programar um computador para que entenda uma
cena ou as caracteristicas de uma imagem.

Curva ROC (Receiver Operating Characteristic): curva
empregada para analisar o poder preditivo de um modelo de
saida bindria. Representa a relacdo entre o erro de tipo 1
(classificar incorretamente eventos adversos) e o erro tipo 2
(classificar incorretamente eventos favoraveis).

Data dredging: uso de técnicas de data mining com o objetivo
de encontrar padrées estatisticamente significativos que ndo
estdo respaldados por hipéteses a priori sobre a causalidade da
relacéo.

Fungdo de custo: funcao que, a partir de um valor dos
estimadores de um modelo, fornece uma medida do erro que
se comete ao utilizar o modelo. O processo de treinamento de
um modelo costuma consistir em obter os estimadores que
minimizam a funcdo de custo.

Function as a Service (FaaS): categoria de servicos de
programacao na nuvem proporcionado por uma plataforma
que permite aos usuarios desenvolver, usar e administrar
funcionalidades de uma aplicacdo sem a complexidade de
construir e manter a infraestrutura tipicamente associada a esta
aplicacao.

Graphics Process Unit (GPU): coprocessador dedicado ao
processamento de graficos ou operagdes de ponto flutuante
para diminuir a carga de trabalho do processador central (CPU).

Greedy: algoritmo em que cada elemento a considerar é
avaliado uma unica vez, sendo descartado ou selecionado, de
tal forma que se é selecionado forma parte da solucéo, e se é
descartado, nao forma parte da solucdo e nem voltara a ser
considerado para a mesma.

Internet das coisas (loT): interconexdo dos objetos de uso
cotidiano através da Internet.

k-fold cross validation: processo de validacao de amostras
cruzadas que consiste em dividir a amostra em k grupos, e de
forma iterativa utilizar cada um dos grupos para a validacdo e o
resto para a construcao, alterando o grupo de validacdo em
cada iteracdo.

Knowledge discovery: processo de identificar padroes nos
dados que sejam validos, novos, potencialmente Uteis, e
entendiveis.

Machine to Machine (M2M): conectividade entre maquinas
onde, uma vez que uma agao é realizada, os dados gerados
pelos distintos elementos digitais envolvidos se conectam com
servidores com o objetivo de armazenar e analisar a informagdo.

Overfitting (supertreinamento): caracteristica de um modelo
que se da quando este se ajustou demasiadamente a amostra
de treinamento, de forma que nao consegue resultados
satisfatorios sobre amostras diferentes a esta (por exemplo
sobre a amostra de validacao).

Partial likelihood deviance (PLD): diferenca das log-funcdes de
verossimilhanca parcial entre o modelo sob andlise e um
modelo de comparagao (geralmente um modelo que nao
depende de nenhuma variavel).

Particdo ortogonal: particdo de uma amostra de dados em um
espaco n-dimensional perpendicular a cada um dos eixos que
definem as variaveis explicativas.

Peer to Peer (P2P): rede de computadores que permitem o
intercambio direto de informagao em qualquer formato, entre
os computadores interconectados.

RegTech: combinacao dos termos “regulatory technology”, que
faz alusdo a uma empresa que utiliza a tecnologia para ajudar as
empresas a cumprir com a regulacdo de maneira eficiente e com
um custo reduzido.

Regularizacdo: técnica matematica que proporciona
estabilidade numérica a um problema mal condicionado através
da adicdo de um funcional penalizador em sua formulacdo
(como, por exemplo, o caso das redes elasticas).

Resampling: conjunto de métodos que permite reconstruir uma
amostra de dados. Utilizado principalmente para criar
subconjuntos de treinamento e validagdo sobre a amostra
original.

Roboadyvisor: sistema automatico de gestdo financeira baseado
em algoritmos, utilizado para o desenho, composicao e
monitoramento de carteiras de investimento de forma
automatizada.

Robotics Process Automation (RPA): desenvolvimento de
software que replica as agées de um ser humano, interagindo
com a interface de usuario de um sistema de informatica.

Smart contract: contrato programavel que implementa regras
de negdcio, cujo codigo fica registrado e pode ser executado de
forma distribuida pelos diferentes nés da rede.

Stepwise: método iterativo de constru¢dao de modelos baseado
na selecdo automadtica de variaveis.
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